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El monitoreo de deformaciones terrestres mediante sensores de posicionamiento geodésico
(GNSS) es fundamental para la sismologia, pero presenta desafios debido al ruido en las
senales y la complejidad de los datos. En la red del Centro Sismoldgico Nacional (CSN),
se observa que los sensores cercanos comparten patrones de similitud, lo que ofrece una
oportunidad para mejorar la prediccion de desplazamientos geodésicos utilizando técnicas
avanzadas de aprendizaje profundo.

El objetivo de esta tesis fue desarrollar un filtro predictivo de ruido y modelos de predic-
cién basados en datos GNSS, evaluando su desempeno mediante arquitecturas de aprendizaje
profundo. Para ello, se realizaron las siguientes tareas: analisis exhaustivo de las secuencias
GNSS para identificar caracteristicas subyacentes, seleccién y aplicacion de modelos predic-
tivos (CNN/MLP, RNN/LSTM y Transformers), definicién de métricas como RMSE, AIC
y BIC para evaluar su rendimiento, e implementaciéon de estrategias de paralelizacion en
entornos de alto rendimiento mediante GPU. Dynamic Time Warping (DTW) fue empleado
para la alineacion de las series temporales, mejorando el ajuste durante el entrenamiento.

Los experimentos confirmaron que los modelos RNN/LSTM sobresalen en la gestién de
secuencias temporales, logrando una mayor reduccién de ruido y precisiéon en predicciones.
Los modelos CNN/MLP también demostraron ser efectivos, aunque con menor desemperio
en comparacion con RNN/LSTM. Por su parte, los modelos Transformers no alcanzaron
los resultados esperados, resaltando la necesidad de ajustar su arquitectura para capturar
patrones mas complejos. Se comprob6 que los modelos desarrollados son capaces de adaptarse
a la geografia local, siendo ttiles para aplicaciones practicas como la deteccién temprana de
sismos o el andlisis de sismicidad de baja magnitud. Sin embargo, se identificaron limitaciones,
como la sincronizacién de datos y restricciones de hardware, que abren oportunidades para
trabajos futuros.

Como principales aportes, este trabajo destaca la capacidad de los modelos para reducir el
ruido y generar predicciones en tiempo real, el desarrollo de métodos de ordenamiento para
incorporar nuevas variables como velocidad y aceleracion, y su potencial para aplicaciones
mas alla de la sismologia, como el analisis de sefiales en sistemas industriales y biomédicos.
En el futuro, se plantea integrar vectores adicionales, optimizar arquitecturas mas complejas
y explorar aplicaciones del sistema en monitoreo en tiempo real.
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que ven las variables ocultas.
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Capitulo 1

Introduccion

Este trabajo consiste en implementar una solucion mediante la aplicacion de diferentes
técnicas y algoritmos relacionados con aprendizaje de méaquinas, es especifico con modelos
de aprendizaje profundo.

El sistema sobre el que se aplica este estudio es un conjunto de sensores operando en red,
ubicados geograficamente, que producen una sefnial serie-tiempo de posicionamiento geografico
(GNSS). Esta red se ubica en la extension norte a sur de Chile y es administrada por el Centro
Sismol6gico Nacional (CSN) de la Universidad de Chile.

Si llamamos por wvalor natural a las serie-tiempo que se producen en cada una de las
estaciones de esta red, se puede observar que presentan caracteristicas y patrones que podrian
ser abordables o procesados por una inteligencia artificial (IA). Principalmente se puede
observar ruido y patrones en vecindad con las estaciones cercanas cuando el tramo observado
estd se comporta de manera normal (no hay presencia sismos).

El enfoque de este trabajo consistira en analizar streams de datos de tipo GNSS, proponer
soluciones que permitan agrupar por caracteristicas similares y estudiar estrategias para la
reducciéon del ruido, aplicando estas soluciones en la red de geodesia de CSN en tiempo real.

Se debe considerar que en conjunto la aceleracion, velocidad y desplazamiento son los tres
tipos de observaciones utilizados en sismologia en la actualidad. Es un esquema de tres niveles
que opera y mantiene la Red Sismolégica Nacional (RSN) la que observa estos parametros
en tiempo real, que son usados en forma independiente y conjunta, mediante diferentes
modelos, para estimar el hipocentro y magnitud de eventos sismicos.

El objetivo principal de estas mediciones es localizar y estimar la magnitud de cada sis-
mo observado. La localizaciéon consiste en encontrar el hipocentro (ubicaciéon geografica y
profundidad). Siendo la intensidad una medida de energia con que ocurre el sismo.

Existen diferentes sensores que sufren igualmente de saturacién de las senales, en el caso
de eventos de magnitud superior a Mw7.0, para aquellos sensores de velocidad y aceleracion
que estan cercanos al epicentro, el desplazamiento se torna una medida de importancia, ya
que estos sensores no tienen problemas de saturacion en la amplitud de su senal (Leyton y
cols., 2018).

El desplazamiento es derivado de la posicién estimada con receptores GNSS, con observa-
ciones a 1 Hz en tiempo real (una muestra por segundo). Esta mediciéon de desplazamiento
presenta la mejor solucién que puede ser estimada en la actualidad en tiempo real, con un
error que puede variar entre 3 a 7 centimetros, con un valor medio de 4cm, medidos sobre



el ruido de la propia observacién. Considera ruidos por iondsfera, troposfera y la fase de la
onda emitida por el satélite al punto de recepcién.

El desafio es poder caracterizar este ruido, dado que es generado por efectos no corregidos
en la observacion, los cuales se presentan por igual en las estaciones. No obstante esto, el valor
estimado versus la desviacién se hace significativo para desplazamientos de 5 centimetros, lo
que representa un sismo de magnitud 6,9Mw (Ruiz y cols., 2017).

El ruido que se presenta en las estaciones puede ser caracterizado, lo cual nos plantea la
pregunta jsera posible disenar un filtro predictivo de ruido, que permita otorgar
una mayor sensibilidad a la detecciéon? Y, con este, habilitar un set de herramientas
modulares para calculos de aplicacién sismica.

Figura 1.1: Serie tiempo GNSS para tres estaciones vecinas (E-N-U)

En la figura 1.1 se muestra la senal de desplazamiento descompuesta en componentes este-
oeste, norte-sur y arriba-abajo. Es un grupo de estaciones de la red cercanas entre si que,
pese a sus diferentes curvas, presentan ciertas tendencias similares que podriamos asociar.

Las variaciones de desplazamiento son presentadas en funcién de serie-tiempo en que su
curva presenta un ruido que podria caracterizar y filtrar. También, bajo una mirada general
es posible observar patrones asociativos en estaciones cercanas.

Por 1ltimo, dado que el enfoque de este trabajo es aportar en la creaciéon de una solucién
que permita un monitoreo de sismicidad en tiempo real, serd necesario crear las estrategias
para generar modelos que puedan utilizar los recursos disponibles en tarjetas graficas (GPU)
(Navarro, 2014), la definicién correcta de una arquitectura CPU/GPU es clave para generar
una mejor solucién dentro de lo posible.

1.1. Hipdtesis

Es posible disenar e implementar un filtro predictivo basado en modelos de aprendizaje
profundo que permita reducir el ruido en senales GNSS en tiempo real, mejorando la sen-
sibilidad para la deteccion de eventos sismicos y habilitando herramientas modulares para
aplicaciones en sismologia.

1.2. Objetivos

En esta seccion se definen los objetivos que este trabajo plantea a realizar.



1.2.1. Objetivo General

Desarrollar e implementar un filtro de ruido eficiente para su aplicaciéon en los flujos de
datos GNSS en tiempo real.

1.2.2. Objetivos Especificos

Los siguientes objetivos consisten en las tareas principales a realizar para este trabajo.

1. Realizar un andlisis exhaustivo de las secuencias de datos provenientes de la red de
estaciones GNSS para comprender sus caracteristicas y patrones subyacentes.

2. Seleccionar y aplicar modelos predictivos adecuados que permitan el procesamiento y la
interpretacion efectiva de las secuencias de datos.

3. Definir métricas precisas y pertinentes para evaluar el rendimiento de los modelos en
relacion con los diferentes conjuntos de hiperparametros considerados.

4. Disenar estrategias de paralelizacién eficientes que permitan la implementacion del filtro
en entornos de procesamiento de alto rendimiento, como las tarjetas graficas ( GPU).

1.3. Metodologia

Este trabajo consta de dos fases principales:

1. Analisis estatico, tramos de datos fijos.

2. Propuesta de Modelos de aprendizaje profundo para filtrado de ruido y prediccién.

Para abordar la fase I se hace un analisis de datos en su estructura micro y macro. Este
primera etapa consiste en un trabajo sobre los datos en estdtico (tramos de serie tiempo)
para caracterizar y establecer una linea base.

En el trabajo para la fase 2 Se disefian e implementan diferentes modelos para agrupar y
clasificar en base a patrones que se manifiestan en los datos de manera individual y grupal.

Se evaltian los rendimientos de los modelos en base a diferentes estrategias de paralelizacion
a GPU. También se establece una tabla de recomendaciones y métricas definidas en el trabajo.

1.4. Estructura de la tesis
Los siguientes capitulos de esta tesis se estructuran de la siguiente manera.

2. Marco Teérico
Contiene informaciéon teodrica sobre los modelos, recursos ocupados, referencias acadé-
micas y estado del arte relacionado.

3. Analisis estatico y disenio de modelos
Contiene un estudio detallado del conjunto de datos con que se trabaja en esta tesis y
se disenan los modelos a entrenar.



4. Implementacién de modelos de aprendizaje profundo
Consiste en implementar modelos con diferentes arquitecturas internas, comparar sus
resultados como filtro predictivo y escoger aquel que presente un mejor rendimiento
segun las métricas estudiadas.

5. Conclusiones.



Capitulo 2

Marco Teérico

2.1. Medir fenémenos sismicos

El planeta Tierra se puede comprender como una masa heterogénea y dinamica, compuesta
por una serie de capas de diferente composicion bajo diferentes condiciones fisicas y quimicas,
sean presion, temperatura, etc.

Esta amalgama de materiales y diversidad de condiciones generan una forma volumétrica
del geoide, aglomeradas gracias a la gravedad.

Dentro de los fenémenos que ocurren en este planeta se incluye la tecténica de placas
la tectonica de placas o desplazamiento de placas, que rozan y solapan unas con otras y, al
ocurrir un deslizamiento entre ellas, produce una liberacion de energia que genera ondas que
se propagan a través del medio afectando todo lo que esté en contacto con este, deformando
finalmente la figura de la Tierra.

La suma a lo largo del tiempo en escala geoldgica resulta en la deriva continental, teo-
ria desarrollada por Wegener (1912), que explica la existencia de un principio de movilidad
horizontal de los bloques continentales y ocednicos. En el Cinturon del Pacifico es posible re-
conocer este fendmeno como algo frecuente a través del tiempo y se refleja en una sismicidad
que varia desde algo imperceptible, hasta grandes terremotos que cambian drasticamente el
paisaje y las instalaciones humanas en cuestion de minutos, como el terremoto de Valdivia
1960. El tamano de un terremoto se representa a través del Momento Sismico, que es propor-
cional al area y al deslizamiento medio en esta area. La magnitud de un sismo es proporcional
al logaritmo del Momento Sismico.

Desde la fuente sismica asociada a un sismo se generan principalmente dos tipos de ondas:
ondas P, cuyo movimiento de particulas en el medio coincide con la direcciéon de propagacion
de la onda, y ondas S en que el movimiento de las particulas es perpendicular a la direccién
de la onda. En un semi-espacio, bajo ciertas condiciones, la interaccién entre estas ondas da
origen a ondas superficiales. Las ondas P se propagan con mayor velocidad que las ondas
S, pero en general poseen menor amplitud. La deformaciéon estatica asociada al paso de las
ondas que se registra en el campo cercano debido a una dislocaciéon ha sido resumida por
Okada (1985).

Mediante el ejercicio de la medicién de estos sucesos, tanto a posteriori como durante la
ejecucion misma del fenémeno, es posible desarrollar modelos cientificos que permiten estimar
la magnitud del sismo y la localizacién del origen.



La onda sismica se registra con equipo cientifico que miden variables, como la posicién, la
velocidad y la aceleracién. En conjunto permiten tener un mayor conocimiento del fenémeno
y también desarrollar proyectos de prevencion de catastrofes, entre otros.

También, el cambio fisico de la posicion de las placas es posible medirlo mediante he-
rramientas geodésicas como equipos GPS. La medicién del cambio, a lo largo del tiempo,
permite describir la historia y proyectar al futuro. Esta deformacién de la tierra ocurre de
manera permanente, ocurre una y otra vez en diferentes lugares y con distintas magnitudes.

Coémo ejemplo se puede observar en la figura 2.1 en tres momentos del paso de la onda
sismica desde su fuente (o hipocentro) y luego su desplazamiento a través de una red de
sensores (puntos en rojo).

Figura 2.1: Evolucién de una onda sismica detectada por un conjunto de
estaciones (simplificado)

En el caso de Chile, es posible mencionar el trabajo inicial de Plafker & Savage (1970), el
cual relaciona los movimientos verticales estimados en los puntos de nivelacion geodésica y en
los desplazamientos horizontales de la red de triangulacion con los desplazamientos generados
por el gran terremoto de 1960. Mostrando que, mediante la observacién de la posicién de la
tierra a lo largo del tiempo es posible conocer la deformacién debido al efecto de los sismos.

Dada la complejidad y magnitud de este fendémeno, que ocurre a una macro escala, es
necesario el uso de formas estandarizadas de medicién, tanto del tiempo, la posiciéon y otras
variables. La creacién de redes de sensores y diferentes capas de medicién hacen posible
mejorar la detecciéon y caracterizacion de los sismos.

A medida que se ha ido adoptando el posicionamiento geodésico en los estudios sismolo-
gicos se ha hecho necesario definir un marco de trabajo en que destaca el glsitrs que es s un
sistema espacial global de referencia que rota junto con la Tierra en su movimiento diurno en
el espacio. Asi como el Marco Internacional de Referencia Terrestre (ITRF) provee el marco
de referencia en un conjunto de coordenadas. Con esta constitucion general de la referencia
geodésica es posible estudiar grandes zonas, siendo posible mantener una consistencia en las
mediciones.

En conjunto el sistema general llamado Geocentric Reference System of the Americas
(SIRGAS), (Béez y cols., 2007), se construye en base a Sistema Internacional de Referencia
(ITRS) y Marco Internacional de Referencia Terrestre (ITRF), constituye una forma general
de establecer las mediciones geograficos y los fenémenos asociados.

Desde el uso de metodologias locales topograficas hasta ahora en la actualidad que se
utilizan herramientas como las redes satelitales de posicionamiento, se ha refinado la precision
con que se mide la deformacién de la tierra.

Para los estudios geodésicos se establece el Marco Internacional de Referencia Terrestre
(ITRF) que provee posicionamiento, determinacién de orbita, orientacion de la Tierra, en-
tre otros factores (Jeffrey T. Freymueller & van Dam, 2019). Esta conectado con el marco



de referencia celestial. Define el origen en el centro de masa del sistema terrestre, ejes de
coordenadas y escala para medir distancias.

Dentro de las iniciativas destacadas se encuentra Measuring our changing earth de UNAV-
CO, que es un proyecto que gestiona la recoleccién de diferentes tipos de datos, software,
estudios académicos y proyectos relacionados a la medicién de observables que reflejan los
continuos cambios de la superficie de la tierra.



2.2. Formas de expresar el tiempo

Pese a parecer una idea simple y ya definida, el tiempo como concepto es sujeto de espe-
culacion y de investigaciéon cientifica. Se considera en algunas investigaciones el instrumento
medidor de tiempo y su efecto en el instrumento mismo.

Dado que este trabajo considera el uso de datos generados por GNSS, sujetos a los efectos
de la relatividad, el movimiento de los satélites y la traslacion misma de las ondas con que
se realiza el calculo de cada medicién, es un factor a considerar.

Mas alla de esto, se considera en adelante que la unidad de medida elemental de tiempo
es el segundo y se puede expresar como [s].

Hay formas de expresar diferentes medidas de tiempo, aquellas que van por bajo el se-
gundo ocupan la notacion cientifica mili, micro, pico, etcétera.

También hay unidades de medida mayores al segundo y permiten registrar ventanas
temporales més grandes. En esto tenemos la tabla 2.1 que describe estas relaciones.

Tabla 2.1: Equivalencias de unidades de tiempo

Unidad de tiempo | Equivalencia

Minuto 60 segundos

Hora 60 minutos

Dia 24 horas

Mes Pueden ser {28, 29, 30, 31} dias
Afio Pueden ser {365, 366} dias

De esta manera, para registrar un evento o la ocurrencia de un fenémeno se puede expresar
el momento en que ocurre como:

ao —mes — da hora : minuto : sequndo.millisegundos (2.1)

La forma en que se expresa esta informacion que representa el tiempo se llama formato
de fecha-tiempo o estampa de tiempo, ya que hay miltiples estilos que van determinados al
uso o campo del conocimiento asociado.

Para establecer una referencia absoluta al tiempo que se mide en diferentes lugares del
planeta Tierra, se establecen bandas temporales llamadas husos horario que mantienen la
misma medida en esa zona.

Estos husos horarios se distribuyen longitudinalmente, en que el huso de referencia es
Coordinated Universal Time (Coordinated Universal Time (UTC)) que estd aso-
ciado a la banda en que se ubica el meridiano Greenwish, dando como referencia al inicio del
dia.

Esta forma referencial de describir el tiempo fue diseniada y establecida por la Unién In-
ternacional de Telecomunicaciones (Unién Internacional de Telecomunicaciones
(UIT)) con el fin de estandarizar la medicion del tiempo y facilitar el uso en las comunica-
ciones y otras aplicaciones practicas.

En conjunto con la determinacién de la unidad de medida del segundo por el Sistema
Internacional de medidas Sistema Internacional de Medidas (S.I.), en que es la cantidad de
tiempo (longitud) contando las transiciones del atomo cesio 133.
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Un segundo es la duracién de ’9 192 631 770 oscilaciones de la radiaciéon emitida
en la transicion entre los dos niveles hiperfinos del estado fundamental del is6topo
133 del atomo de cesio (133Cs), a una temperatura de 0° K. !

Este logro de determinar de manera exacta la medida de un segundo realizado en el siglo
pasado (s. XX) ha permitido estandarizar la medicién del tiempo y asi generar aplicaciones
de uso comun, cientificas e industriales.

En computacion la medicion del tiempo va asociada a la frecuencia del procesador y su
capacidad en bits. El procesador o CPU habilita un contador de ciclos que permite controlar
la secuencialidad de los procesos. Se puede expresar como una cadena de bits, que es como
se almacena en memoria, en forma de Tiempo Unix como un nimero entero cuyo 0 inicia
el 1 de enero de 1970, o como una cadena de texto bajo un formato especifico 2.

El tiempo que muestra cada computadora se puede sincronizar con servidores que comu-
nican el tiempo asociado a un reloj atomico. De esta manera es posible mantener a nivel
global una medida del tiempo lo mas exacta posible.

El Tiempo GPS es la medida de tiempo que registran los dispositivos sensores de posicién
geodésica. Estos consideran con mayor exactitud el tiempo medido, ya que no acumulan para
un futuro el diferencial de tiempo que diariamente se acumula para generar el dia extra que se
ha definido cada cuatro afios. La medida de tiempo GPS se puede convertir a una expresion
de tiempo referencial a UTC considerando la semana del afio, el tiempo en segundos de la
semana y el Tiempo Offset 3.

Tutc = f(Tgps) + Offset (2'2>

Es fundamental considerar que la concepcion del tiempo y la medicion de éste debe estar
sincronizada entre todo el conjunto de instrumentos que observan el fenémeno, de esta manera
se hace posible determinar diversos patrones existentes, correlaciones y la creacién de modelos
representativos.

! Documento SI medidas https://www.cem.es/sites/default /files/siu8edes.pdf
2 Tabla conversién para formatos de fecha https://docs.python.org/3/library/datetime.html
3 Relacién Tiempo GPS y UTC https://www.mobatime.com/article/utc-and-gps-difference/


https://www.cem.es/sites/default/files/siu8edes.pdf
https://docs.python.org/3/library/datetime.html
https://www.mobatime.com/article/utc-and-gps-difference/

2.3. Teoria Bayesiana

La existencia de fendmenos causales, en los que la probabilidad de que suceda algo dado
que ya pasé otra cosa especifica se puede describir matematicamente mediante la expresién
de inferencia bayesiana.

La distribucién de probabilidad conjunta para A y B, segun la regla de Bayes, se puede
expresar por:

P(A,B) P(A)P(BJA)

P(A[B) = PB) — PD) (2.3)

También se puede comprender visualmente gracias a un diagrama realizado por Akshay
Pachaar en figura 2.2. En que se explica la relacion probabilistica de dos conjuntos que,
al tener elementos en comin, presentan una probabilidad de ocurrencia encadenada al otro
conjunto.
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Visual proof of Bayes' Theorem!
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Figura 2.2: Prueba visual del teorema de Bayes

Dénde P(A) es el prior y P(BJA) la distribucién de muestreo. Siendo P(B) la suma de
todos los posibles valores de probabilidad para A.

Esta expresion permite modelar sistemas segin Gelman et al (Gelman y cols., 2003) de
una amplia variedad observable. Define tres pasos en el analisis bayesiano.

* Definir un modelo de probabilidad total
» Calculo de las probabilidades condicionales o posteriori
* Evaluacion de ajuste de modelo y las implicaciones a la distribucién resultante.

El andlisis bayesiano proporciona una base sélida para la deducciéon de teorias del apren-
dizaje basadas en la causalidad, como se discute en Goodman et al. (Goodman y cols., 2011).
Esta metodologia facilita la creaciéon de abstracciones y generalizaciones del sistema obser-
vado.
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La descripcion de distintos fenémenos se potencia mediante la creacion de un lenguaje que
abarca diversas hipodtesis explicativas. Esto permite una representacion precisa y unificada
de los fenémenos observados, utilizando un lenguaje de dominio general que puede adaptarse
a diferentes contextos.

Definicién de un modelo de probabilidad total Este paso implica la identificacién de
todas las variables relevantes y sus relaciones probabilisticas. Se establece un modelo
que describe como se espera que las variables interactien entre si.

Calculo de las probabilidades condicionales o a posteriori Utilizando la regla de Ba-
yes, se actualizan las creencias sobre las variables del modelo en funcion de la evidencia
observada. Esto permite recalibrar el modelo en funcién de nuevos datos, mejorando la
precision de las predicciones.

Evaluacién del ajuste del modelo Se analizan los resultados obtenidos para verificar si el
modelo representa adecuadamente la realidad observada. Este paso incluye la validacion
del modelo y la interpretacion de las distribuciones resultantes para extraer conclusiones
significativas.

La inferencia bayesiana no solo proporciona una estructura mateméatica robusta para el
analisis de datos, sino que también habilita un marco conceptual para el entendimiento de
fendmenos complejos. Al permitir la integracién de nueva evidencia de manera continua,
facilita la mejora constante de los modelos y su capacidad para reflejar la realidad.

En conclusion, la inferencia bayesiana es una herramienta poderosa para la modelizacién
de fendémenos causales. Su capacidad para actualizar creencias en funcién de nueva evidencia y
su flexibilidad para abarcar una amplia variedad de sistemas la convierten en una metodologia
esencial en el andlisis de datos y la construccion de teorias cientificas.
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2.4. Secuencias serie-tiempo

Una secuencia Serie Tiempo consiste en una serie de valores que tienen asociado a cada uno
de ellos una marca de tiempo. Entonces, es un conjunto de datos que describen un fenémeno
durante un periodo de tiempo (R. H. Shumway & Stoffer, 2000).

El valor asociado a cada marca de tiempo corresponde a una medida de un mismo tipo de
dato. Si se mide temperatura, todos los valores seran de temperatura, si se mide radiacion
todos los valores seran radiacion. Es decir, una secuencia serie-tiempo de una medida sera
una serie de valores de un tipo de dato, cada uno asociado a una marca de tiempo.

Una secuencia serie-tiempo permite registrar la evolucién de un fenémeno a lo largo del
tiempo, podria ser el movimiento de un cuerpo o el cambio de temperatura para alcanzar la
ebullicién. Por lo que se puede decir que un fenémeno puede ser observado y, siendo posible,
controlado mediante el estudio de su comportamiento.

Se puede expresar como una serie ordenada de valores.

Xs(t) ={zs(t =0),25(t =1),25(t =2),...,25(t =n)} (2.4)

Un registro del tiempo con una mayor densidad significa mayor precisién o sensibilidad
de lo que se observa o mide. Sin embargo, en sistemas sujetos a influencias o fenémenos
naturales indeterminados, esta anotacion se vera afectada por ruido, la medicién contendra
ademas del fenémeno observado la influencia de factores externos no deseados que afectaran
a la medicién real como tendencias, periodicidades o efectos instrumentales.

La relacién secuencial de un fenémeno entre un registro medido y el siguiente consiste
en que los valores estan relacionados de manera encadenada. Existe una continuidad que se
puede expresar como la probabilidad de tomar un valor xz; dado que el anterior fue xq que,
en el contexto del fenémeno, se puede entender como un estado normal de operacién o un
estado sujeto a un estimulo que perturbarfa la medicion de la secuencia (Visser y cols., 2009).

Por ejemplo, para una secuencia que se describe con un modelo de primer orden, la pro-
babilidad en S; dados los valores anteriores sera la probabilidad en S; dado el anterior S;_.

Expresada esta idea en la forma bayesiana.

p(S¢]S1, Sa, ..., Si—1) = p(Si|Se-1) (2.5)

A este modelo se le llama modelo de cadenas de Markov ocultas (Modelo de Markov Oculto
(HMM)) en que el estado no es directamente visible, pero las observaciones, que dependen
del estado, si lo son. El modelo Modelo de Markov Oculto (HMM) se puede definir en general
como una relaciéon de parametros.

w=(S,0,A B, ) (2.6)

En que S = {51,5;,...,S,} son los estados ocultos del modelo.
La variable O = {01, Oa, ..., 0,} es el conjunto de observaciones del modelo.
A es la matriz de transicion.

A= {am} (27)

Cada parametro posicional en la matriz es.
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a;; = P(sj|s;) (2.8)

L,j=1,2,...n
B es la matriz de emision,

B = {b;;} (2.9)

Cada parametro posicional en la matriz es.

b@j = P(Oj’Si) (210)

En que los indices corresponden a ¢t =1,2,....,.ny j=1,2,...,m.

Y 7 es es el estado inicial, donde 7; es la probabilidad del estado .S; al inicio.

Dada la naturaleza de este tipo de datos, las serie-tiempo presentan una alta dimensio-
nalidad. Es un desafio clasificar correctamente debido a que manifiestan un basto ntmero
de caracteristicas. Por lo que realizando una aproximacioén directa no siempre llevara a una
mejor solucién. En el trabajo de Esmael et al. (Esmael y cols., 2012) se aborda una propuesta
por una representacién de alto nivel de la secuencia, permitiendo extraer caracteristicas de
mayor orden.

En conjunto a la complejidad inherente de la medicién misma de la serie-tiempo que es
usual, esta se ve afectada por diferentes elementos naturales o artificales reflejados en un
ruido que perturba la medicion.

El ruido que agrega perturbaciones a la medicion del fenémeno, se caracteriza porque se
puede representar como la suma directa a la senal medida S(t). Siendo N(t) todo el aporte
en ruido.

Y(t) =S(t) + N(t) (2.11)

Este ruido puede ser modelado como un ruido blanco con media 0 y varianza ¢2. Definido
como el valor medido de una variable aleatoria no correlacionada al fenémeno. 7id(0, o2 ).

Si consideramos ademas la tendencia general Q(t) y las periodicidades W(t), se puede
expresar de la siguiente manera.

Y(t) = Q(t) + W(t) + N(t) (2.12)

Una clave importante a considerar es que una secuencia serie-tiempo es una composicion
de funciones definidas o caracterizadas por su comportamiento particular, por ejemplo la
figura 2.3.
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Figura 2.3: Composicion de secuencias serie-tiempo

Para separar el ruido de la senal verdadera existen técnicas como la media moévil o técni-
cas matematicas aplicadas a senales desarrolladas por Fourier. Este Filtro de Fourier parte
de la premisa que una serie-tiempo se puede representar como una suma de secuencias sim-
ples desglosada en diferentes frecuencias y de ahi se hace posible filtrar algunas frecuencias
especificas.

Entre los tipos de secuencias importantes se tiene que una serie-tiempo estacionaria cuando
el comportamiento probabilistico de un tramo es idéntico al de otra tramo.

Esta primer secuencia.

SO = {xtl,xtz,...,xtk} (213)

Tiene un comportamiento idéntico al cambio en h momentos.

Sh = {xtHh,xtHh,...,xtHh} (214)
Se relacionan de la siguiente manera:

Play, <ciy.oymy <oy = Ploy, <eci,oooxy,, <o) (2.15)

En el caso de este trabajo, las secuencias serie-tiempo con que se trabaja consisten en que
el valor medido es una composicién de los valores correspondientes a los tres ejes (X,Y, Z)
con una conversion de ejes a 0(Norte, E'ste, Up). Es decir, cada sensor tiene una posicién de
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referencia y respecto a esta se mide la diferencia

Un ajuste para trabajar con serie-tiempo de manera que permita generar estructuras
operativas para un modelo de aprendizaje es crear una Clusterizaciéon por bloque de unidad
de tiempo. Para eso se debe considerar la Frecuencia de generacion de cada nuevo dato, asi si
la Frecuencia es un dato por segundo, y se generan datos con precision de marca de tiempo
al Milisegundo se ajusta la marca de tiempo al segundo.

Siendo t el tiempo y h los milisegundos extra de la medicion.

Cluster((t + h,z¢)) = (t,x¢) (2.16)

Esto es de utilidad, ya que permite crear una Agrupacion Matricial dada la medida de un
valor de un eje para varios sensores.

tO T Yo 2ty

tl It1 ytl Ztl

M= | (2.17)

tk Itk ytk Ztk

_tk+1 Ltprr Yty Rtigr |

Aqui tendriamos una matriz de tres sensores clusterizada por la medicién temporal. Es
justamente una estructura de datos que puede ser de utilidad para el entrenamiento de
modelos de aprendizaje.
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2.5. Medidas de dependencia en Secuencias Series-Tiempo

Comprendiendo la serie-tiempo como una serie de valores encadenados, la expresién para
la probabilidad de toda la secuencia se puede expresar como la probabilidad conjunta, segin
Shumway and Stoffer (R. Shumway & Stoffer, 2010).

F(ei,c9,...,0) = Play, <= c1,m, <= Cayy.n Xy, <= Cy) (2.18)

n

Para el caso en que la ocurrencia de cada x sea independiente, dada una distribucion de
probabilidad ¢, la expresion para cada caso se puede escribir como.

F(C) = T] olx0) (2.19)
t=1
Enfocandose en la expresion unidimensional.

Fi(z) = P(xy <= 1) (2.20)
Y la funcion de densidad de probabilidad seria.

_ OF(x)

fi(x) = o (2.21)

La media o valor esperado para la variable aleatoria.

far = E(,) = / : ofy(x)de (2.22)

Se define también la Auto-covarianza como el segundo momento.

Ya(s,t) = E((ws — ps) (w0 — pie)) (2.23)

Para todo s y t. Este valor mide la dependencia lineal entre dos puntos de la misma serie
observada en diferentes tiempos. Aquellas series muy suaves el valor es grande pese a la
distancia. Aquellas series que no lo son, presentan un valor bajo para este parametro.

Otra medida de importancia para el conocimiento de las secuencias serie-tiempo es la
Auto-correlacién (ACF) (ACF), mide el factor de predictibilidad de la serie en un tiempo
t, esta funcién tiene un recorrido de (-1,1).

v(s,t)

s et}

Si conocemos el valor en algin punto especifico s sera posible conocer el valor en ¢ mediante
la relacion x; = By + [rxs.

La Covarianza cruzada de dos series z; e 1y; se puede calcular mediante la relacién
siguiente.

p(s,1) (2.24)

Vay(5,1) = E[(25 — pas) (Ye — pye)] (2.25)

La Correlacién cruzada (CCF) para dos series x; y y: se puede calcular mediante la
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relacion siguiente.

%y(s, t)
Yo (S, 8)7y(t, 1)

Estas dos ultimas medidas pueden cambiar a lo largo de la serie. Porque dependen de la
posiciéon de cada uno, su separacion. En caso que la medida de la separacién entre ambas
permanezca constante se presenta el caso de Serie de Tiempo FEstacionaria.

Pay(8:t) = (2.26)

2.6. Descomposicion modular de una Secuencia Serie-
Tiempo

La expresividad de la representacion bayesiana de una secuencia serie tiempo como una
cadena de Serie de Tiempo Estacionaria, da lugar a la creacién de un lenguaje-sistema que
permite describir mediante la composicion de funciones base (o kernels) y operaciones ele-
mentales como suma o multiplicacién, entre ellas.

Segin Goodman et al. (Goodman y cols., 2011) al desarrollar una teoria del aprendizaje,
mediante un lenguaje descriptivo basado en funciones, de la serie-tiempo se hace posible reco-
nociendo sus componentes principales. Cada uno de estos componentes y sus combinaciones
genera un efecto a considerar que permite modelar distintas caracteristicas observadas de un
fenémeno.

Se define un kernel como funcién de covarianza, es definida positiva y se basa en dos
entradas: x y x. Para generalizar se consideran como vectores en espacio euclideano.

Cov[f(z), f(2")] = k(z, 2" (2.27)

Estas funciones, como se ha mencionado en la seccién anterior, son de utilidad para indicar
la similaridad entre dos objetos. Es posible reconocer diferentes kernels base, tales como:

Exponencial Cuadrada - SE

o2eap( (@ ;lf I)Q) (2.28)
Periodicidad - Per

o2sin® (2w ; 7 (2.29)
Lineal-Lin

oi(z—c)(a’ —¢) (2.30)

Constante-C
Solo es constante a un valor Cj ...

La combinacién de kernels de covarianza se fundamentan en las operaciones aditiva y
multiplicativa.
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Para la suma de kernels.
ko + Ky = ky(z,2") + ky(2, 2") (2.31)
Para la multiplicacion.

korky = ky(x,2") X ky(x,2) (2.32)

Con eso, es posible describir secuencias mediante la operacion entre diferentes funciones de
Covarianza. Permitiendo acciones, como por ejemplo realizar una regresion polinomial, deter-
minar funciones periédicas, observar el crecimiento de amplitud, entre otras caracteristicas
de la secuencia.

Desde la teoria bayesiana, es posible utilizar los kernels para definir puntos de cambio
que modelan cambios en la secuencia entre distintas estructuras. Por ejemplo, pueden ser
definidos mediante el uso de la funcion Sigmoidal

CP(kl,k2)(x,2") = o(z)ki(z,2")o (") + (1 — o(x)) k1 (2, 2") (1 — o (2")) = kyxo + kexo (2.33)

Mediante el uso de kernels también es posible representar caracteristicas especificas de
una secuencia. Dado que son funciones definidas positivas, se pueden expresar como:

k(x,2') = h(z) h(x) (2.34)

Por ejemplo, un kernel estacionario puede ser descrito como una serie de senos y cosenos
mediante una representacion de Fourier.

Se pueden expresar simetrias e invarianzas. Al codificar en este lenguaje de kernels, es
posible mejorar la precision de los modelos mediante la definicién de un correcto prior.

Para realizar regresiones sobre secuencias serie-tiempo Duvenaud articula un lenguaje que
se describe a partir de los kernels especifcios.

Racional Cuadratica-RQ

o7 (1+ W)a (2.35)
Cosenos-cos
J?COS(QWW) (2.36)
Ruido Blanco-WN
o70(x — ') (2.37)

Diferentes aproximaciones al problema de la regresiéon se pueden abordar mediante dife-
rentes expresiones utilizando el mismo lenguaje o conjunto de kernels.

Por ejemplo, en la tesis de Duvenaud se realiza un descripciéon progresiva del lenguaje
para modelar el dataset Mauna Loa [fig. 4.3].
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Level 1: Level 2: Level 3:

RQ Per + RQ SE x (Per + RQ)
60 40 50
40 | 30 40
20 } 20 30
|
0 | 10 20
-20 ¢} 10
2000 2005 2010 2000 2005 2010 2000 2005 2010

Figura 2.4: Modelacion del dataset Mauna Loa mediante la expresién pro-
gresiva del uso de kernels

La creacion de modelos basados en un lenguaje de kernels, necesita de un proceso de
ajuste de parametros. Si bien tradicionalmente hay parametros y formas representativas de
modelos se determinan por conocimiento experto o experimental, también es posible realizar
una aproximacion mediante modelos generativos de procesos gausianos.

El uso de redes neuronales profundas de diferentes tipos se pueden comprender como una
forma de escoger la funcién de distribucién a priori de un modelo (no lineal). El proceso
de aprendizaje se puede interpretar en terminos de conocer la distribucién de probabilidad
posterior, Mackay, 1998 (MacKay, 1998). Estas redes neuronales se pueden agrupar dentro
de la clase de distribuciones de tipo Procesos (Gausianos

El efecto de cada Kernel modifica el modelo de una forma reconocida.

Tabla 2.2: Operaciones y sus efectos

Operacion Descripcién

Multiplicar por SE Remueve correlaciones de largo alcance debido al decre-
cimiento monotoénico a 0, convirtiendo cualquier corre-
lacion global en local.

Multiplicar por Lin Es equivalente a multiplicar la funcién modelada por
una funcién lineal. Causa que la desviacion estandar del
modelo varie linealmente, sin afectar la correlacion.

Multiplicar por o Equivale a multiplicar la funcién modelada por un sig-
moid; la funcién va a 0 luego de cierto punto.

Multiplicar por Per Remueve correlacion entre pares de valores no cercanos a
una distancia periédica, permitiendo variacién con cada
periodo, pero manteniendo la correlaciéon entre periodos.

Multiplicar por un kernel | Modifica la covarianza en la misma razén de multiplicar
por una funcién al prior.

De manera expresiva, por ejemplo, PerxLinzoi7g se puede expresar como funciéon perio-
dica, con variaciéon linear en la amplitud, que aplica hasta 1700.
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2.7. Modelos de aprendizaje en Ciencia de Datos

El campo de la ciencia de datos dispone de una amplia coleccion de modelos de aprendizaje
que se usan para abordar una variedad de problemas. Estos modelos se distinguen por su
capacidad para ajustar una serie de parametros durante el proceso de entrenamiento, lo cual
esta influenciado por varios factores clave:

Tabla 2.3: Aspectos clave en el anélisis de modelos de aprendizaje automa-

tico

Aspecto Descripcion

Caracteristicas del dataset La cantidad de datos y la estruc-
tura de cada dato en particular.

Tipo de aprendizaje Supervisado, no supervisado o de
refuerzo.

Naturaleza del problema Puede ser clasificacion, regresion,
clusterizacion, generativo, entre
otros.

Meétricas, métodos de optimiza- | Aspectos cruciales para la evalua-

cién y funciones de pérdida cién y ajuste del modelo.

Los resultados obtenidos por estos modelos se basan en una interpretacién heuristica de
las relaciones estadisticas entre los datos de entrada y los valores reales. Esta interpretacion
permite valorar las métricas y determinar la eficacia del modelo para resolver un problema
especifico.

Las métricas, adaptadas al problema en cuestion, pueden evaluar la precision o la simi-
litud entre los resultados predichos y los valores reales. Un modelo bien entrenado tiene la
capacidad de predecir con cierta certeza los resultados, siempre y cuando la entrada de datos
sea similar a la utilizada durante su entrenamiento.

La metodologia para desarrollar un modelo de aprendizaje de maquina generalmente sigue
estos pasos:

1. Identificacion el problema asociado a un fenémeno en un sistema.
2. Extraccion y estructuracion de datos.

Definicién de caracteristicas relevantes.

- W

Divisién del dataset en conjuntos de entrenamiento, validacién y pruebas.
5. Seleccionar métodos de optimizacion y funciones de pérdida.
6. Entrenamiento y validacién del modelo

7. Evaluacion a través de métricas y comparacion de resultados.

Esta metodologia proporciona un marco de comparacion entre diferentes modelos que
abordan un mismo problema, facilitando la seleccién del enfoque mas adecuado.
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La complejidad intrinseca de un modelo esta determinada por la teoria que lo sustenta y
su implementacién especifica en la tecnologia disponible. Se observa un progreso significativo
en el campo de la ciencia de datos a medida que se incrementa la capacidad computacional
disponible.

Los ajustes de regularizacién son técnicas fundamentales en el entrenamiento de modelos
de aprendizaje automatico y desempenan un papel crucial en la prevencion del sobreajuste
(Overfitting). La regularizacién busca controlar la complejidad del modelo al agregar términos
adicionales a la funcién de pérdida durante el entrenamiento.

Dos métodos de regularizacién comunes son la regularizacién L1 (Regularizacién Lasso) y
la regularizacién L2 (Regularizacién Ridge). La regularizacién L1 tiende a generar modelos
dispersos al penalizar algunos coeficientes y forzarlos a cero, lo que facilita la seleccién de
caracteristicas importantes. Mientras tanto, la regularizacién L2 reduce la magnitud de los
coeficientes, previniendo valores extremos. Ademas, existen técnicas como la disminucion de la
tasa de aprendizaje, la detencién temprana (Early Stopping) y la regularizacién por Dropout
en redes neuronales, todas destinadas a evitar el sobre ajuste al controlar la complejidad del
modelo y mejorar su capacidad de generalizacién en datos no vistos.

Una distincién fundamental se presenta entre los modelos de Deep Learning y aquellos que
no dependen de esta técnica esta en que los modelos tradicionales de aprendizaje automético,
como las maquinas de vectores de soporte (SVM (Support Vector Machine)), arboles de
decisién, regresion lineal y métodos de vecinos mas cercanos (K-NN (K-Nearest Neighbors)),
se basan en técnicas que no requieren de redes neuronales. Estos modelos tradicionales tienden
a ser mas interpretables y suelen funcionar bien con conjuntos de datos pequenos o medianos.

Por otro lado, el Aprendizaje Profundo (Deep Learning), con su arquitectura de redes
neuronales profundas, ofrece la capacidad de aprender representaciones jerarquicas complejas
de los datos y ha demostrado ser especialmente efectivo en tareas de reconocimiento de
imagenes, procesamiento de lenguaje natural, y en conjuntos de datos de gran escala. Sin
embargo, el alto requerimiento computacional y la necesidad de grandes cantidades de datos
para un entrenamiento eficaz son consideraciones clave al optar por modelos de aprendizaje
profundo en comparaciéon con enfoques mas convencionales.

2.8. Redes Neuronales

La técnica fundamental que se aplica en este trabajo es la de aprendizaje profundo sobre
redes neuronales, por lo que esta seccion se avoca principalmente en describir las caracteris-
ticas y conceptos principales, ademas de las variantes abordadas en esta tesis.

2.8.1. Perceptrom

El Perceptrén es la unidad basica de una red neuronal. Es un concepto que permite hacer
una analogia de una funcién representada como una neurona.

Permite asociar linealmente una serie de entradas X = {1, 29, ...,x N} respectivamente
con un parametro ajustable W= {W1, Wy, ..., Wy}, cuya suma con un valor constante o bias
b de dimensién 1 (en este caso), permite obtener una salida de la red o prediccién.

Las N entradas corresponden en si a diferentes caracteristicas de un dato, es decir son N
caracteristicas (Features) que operan sobre la neurona.
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Esta salida se opera con una funciéon de activacién que permitird controlar el resultado y
ajustarlo al caso de estudio (clasificacién, regresion, etc.)

WX+b y_pred=sigm(WX+b)
— U —

X N w_N

Figura 2.5: Modelo de perceptron con N entradas y funcion de activacion

Este modelo atémico esta limitado a entregar un solo valor, que tanto puede ser binario
como un numero real en el rango de la funcién de activacion, visualmente se puede observar
en la figura 2.5.

Dado que la mayoria de los problemas son de una complejidad mayor a la que puede
proveer el perceptréon tinico como solucion, es posible componer un arreglo de perceptrones
(neuronas o nodos) en lo que que se puede llamar capa de red.

2.8.2. Funcién de activacion

La funcién de activacion se puede interpretar como un elemento regulador de la red que
se ubica como operador a la salida de diferentes etapas de una red. Permite transformar una
operacién lineal en no lineal, ademas existen algunos no derivables y otras derivables.

Las funciones de activacién mas comunes incluyen la funcién Sigmoide, que mapea los
valores de entrada en un rango entre 0 y 1, adecuada para problemas de clasificacién binaria.
La funcién Tangente Hiperbdlica (Tanh) mapea los valores de entrada en un rango entre -1
y 1, similar a la funcién Sigmoide pero con un rango mas amplio. Por otro lado, la funciéon
ReLU (Rectified Linear Unit) activa neuronas si la entrada es mayor que cero, acelerando
el proceso de entrenamiento al evitar problemas asociados al desvanecimiento del gradiente.
Estas funciones de activacién no solo introducen no linealidad en las redes neuronales, sino
que también afectan la capacidad de convergencia, el rendimiento y la estabilidad durante el
proceso de aprendizaje.

Entre las funciones de activacion conocidas se tienen, entonces:

Entre otras y cada una tiene su uso segtn el problema en particular.

En resumen, las funciones de activacion son elementos esenciales en las redes neuronales, ya
que permiten a estas redes aprender y modelar relaciones no lineales en los datos. La eleccion
de una funcién de activacion apropiada depende del problema que se esté abordando y puede
tener un impacto significativo en el rendimiento y la capacidad de la red para generalizar
patrones complejos en los datos de entrada.
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Tabla 2.4: Funciones de activacion y sus caracteristicas

Funcién Descripciéon

Sigmoid Provee resultados de 0 a 1.
Férmula: o(r) = =

Tanh Provee resultados de -1 a 1.
Férmula: tanh(z) = %

ReLLU Activa neuronas solo para valores positivos.
Férmula: ReLU(z) = max(0, z)

Sigmoid Tanh

0.8

0.6

output

04

0.2

Input

Figura 2.6: Funciones de activacién no lineales:

0.5

Output
=
Output

-0.5

2.8.3. Capa de Red

w

sigmoid, tanh, relu

Una capa de red es una composicién en un arreglo ordenado de "M’ neuronas, permitiendo
operar M veces las N entradas.
Sera necesario identificar cada parametro como tnico, ya que la calibracién resultante del
entrenamiento considera cada uno de estos como un valor especifico ya que atiende alguna
caracteristica en particular del problema.

La intuicién matematica permite construir una representacion matricial de esta estructura

ordenada observada en 2.7.
La matriz de pardmetros.

El arreglo de Bias.

W11 w2 ... Wi N
W = Wk 1 Wg2 ... WgN
_wM71 Wpr2 - wM,N_
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_ W1X+bl

y_pred=sigm_1(W1X+bl)
@—

y_pred=sigm_2(W2X+b2)
_ﬁ
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e ® .

st

l.‘-.-.-.'.' vert

w M1

w_M, N WMX+bM

———)

y_pred=sigm_M(WMX+bM)
—

Figura 2.7: Capa de red con M neuronas
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by

b
b=|" (2.39)
b
Con esto tendremos una expresion equivalente matricial a una operacion lineal.
Z=WX+0b (2.40)
En que, siendo la funciéon de activacion la misma para todo el arreglo.
J=0(2) (2.41)

Teniendo asi una salida no lineal de una capa de red neuronal.
Con este arreglo de neuronas ya es posible crear una red neuronal de una o mas capas,
cada una con un conjunto propio de neuronas.

2.8.4. Red neuronal ’Fully Connected’

Una de las redes neuronales mas sencillas, dentro del contexto, se puede considerar como
la composicion de varias capas de arreglos de neuronas interconectadas.

Esto permite operar la entrada en varias etapas y, segin los parametros W y Bias b que
se tenga en cada capa se tendra una salida como resultado.

Cémo se observa en la red (figura 2.8), cada capa tendfa una cantidad determinada de
neuronas, ademas se pueden caracterizar las capas por su ubicacién en:

1. Capa de entrada, toma directamente cada una de las caracteristicas del dato
2. Capa oculta, son las capas intermedias de la red.

3. Capa de salida, es la capa que entrega el resultado final a la funcién de activacion.

2.8.5. Entrenamiento del modelo

El entrenamiento de un modelo de Deep Learning es un proceso iterativo en el que se
ajustan los parametros del modelo para minimizar una funciéon de pérdida o error, con el fin
de hacer que el modelo se adapte mejor a los datos y pueda realizar predicciones precisas.

Aqui hay una descripcion detallada del proceso de entrenamiento:

Inicializacién : Los pardmetros del modelo, como los pesos y los sesgos (bias) en las capas
neuronales, se inicializan generalmente de manera aleatoria o utilizando esquemas de
inicializacion especificos. Esta etapa es critica ya que la eleccion de los valores iniciales
puede influir en la convergencia y el rendimiento final del modelo.

Paso de forward (propagacion hacia adelante) : Durante esta fase, los datos de en-
trada se introducen en el modelo y se calcula la salida predicha. Las caracteristicas se
propagan a través de las diferentes capas de la red, cada una aplicando transformaciones
no lineales mediante funciones de activacién, generando asi una salida que se compara
con la salida real para calcular la pérdida.
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Figura 2.8: Modelo de perceptron con N entradas y funciéon de activacion
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Calculo de la pérdida : Se evalia la discrepancia entre la salida predicha por el modelo y
los valores reales utilizando una funcién de pérdida, que cuantifica la diferencia entre las
predicciones y los valores observados. El objetivo del entrenamiento es minimizar esta
funcion de pérdida.

Paso de backward (propagaciéon hacia atras) : Este es el proceso en el que se calculan
las derivadas parciales de la funcién de pérdida con respecto a cada parametro del mo-
delo, utilizando el algoritmo de retro propagacion del gradiente. El gradiente resultante
indica la direccion y magnitud en la que se deben ajustar los pardmetros para reducir
la pérdida.

Actualizaciéon de parametros : Los parametros del modelo se actualizan utilizando un
algoritmo de optimizacién, como el descenso de gradiente estocastico (SGD), Adam,
RMSProp, entre otros. Estos algoritmos ajustan los parametros en la direcciéon opuesta
al gradiente, con el objetivo de minimizar la funcién de pérdida.

Iteraciones (epochs) : El proceso de forward, célculo de pérdida, backward y actualizacion
de parametros se repite durante multiples iteraciones o épocas. En cada época, el modelo
ajusta gradualmente sus parametros para mejorar su capacidad de hacer predicciones
precisas.

Evaluacién y ajuste : Se evaltia el rendimiento del modelo en un conjunto de datos de
validacién para verificar su capacidad de generalizaciéon. Basandose en esta evaluacién,
se pueden realizar ajustes en Hiperparametros, arquitectura del modelo o técnicas de
regularizacion para mejorar el rendimiento.

Finalizacién del entrenamiento : El entrenamiento se detiene cuando se alcanza un cri-
terio predefinido, como un nimero fijo de épocas, cuando la pérdida converge o cuando
se observa un rendimiento satisfactorio en los datos de validacién.

En resumen, el entrenamiento de un modelo de Deep Learning implica ajustar iterati-
vamente los parametros del modelo utilizando datos de entrenamiento y un algoritmo de
optimizacién para minimizar la funcién de pérdida, con el objetivo de lograr un modelo que
generalice bien a datos no vistos. Este proceso requiere seleccién cuidadosa de hiperparame-
tros, regularizacion adecuada y una observacién constante del rendimiento del modelo para
obtener resultados 6ptimos.

2.8.6. Regularizaciéon por Dropout

La regularizacion es una técnica que permite aplicar un factor de penalizacion al calculo
del error. Se puede abordar de diferentes formas y afecta positivamente en los ajuste del
modelo.

El llamado dropout es un ajuste de regularizacion que se aplica sobre las neuronas de
manera aleatoria.

En pocas palabras, lo que hace es desactivar o no la salida de la neurona en particular,
teniendo un efecto positivo en el modelo general ya que entrega un grado de variabilidad,
previniendo el sobreajuste (Overfitting).
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Esta desactivacion ocurre en cada iteracion durante el entrenamiento, otorgando una ma-
yor robustez a la red.

En una mirada mas cercana permite que cada neurona aprenda caracteristicas de una
manera mas independiente a las otras. Ayudando asi a evitar el sobre ajuste a patrones
especificos. Es una herramienta que contribuye a la generalizacion del modelo.

2.8.7. Funcion de pérdida

Una vez definida la estructura del modelo, que puede consistir tanto en una simple red
fully conected, o una arquitectura compuesta con otros elementos. Un punto de importancia
que define la calidad del modelo seré la funcién de pérdida.

La funciéon de pérdida deCross Entropy Loss generalmente se utiliza en problemas de
clasificacion, donde se tienen multiples clases y se busca comparar las distribuciones de pro-
babilidad predichas por el modelo con las distribuciones reales de las clases.

En este trabajo la funciéon de pérdida debe expresar la diferencia entre lo que entrega el
modelo y el valor real con que se esta comparando. Una funcién de pérdida muy utilizada,
dado que tiene una interpretacion directa es la del error cuadratico medio (MSE) que se
expresa de la manera siguiente.

Mz

C(y ypred ypreda 2 (242>

a:l

Que tiene caracteristicas especiales:
* Cuadratica

* parabola

e sumandos >= 0

e tiene un minimo

Sin embargo, dependiendo del problema, las funciones que pueden entregar una mejor
aproximacion a resolver la similaridad entre la salida real y la predicha.

Para problemas de serie-tiempo, se dispone de las siguientes funciones de pérdida.

En su lugar, para problemas de regresion en series temporales, algunas opciones comunes
de funciones de pérdida son:

Mean Squared Error (MSE) Es la pérdida mas comin en problemas de regresién. Cal-
cula el promedio de las diferencias al cuadrado entre las predicciones y los valores reales.

Mean Absolute Error (MAE) Calcula el promedio de las diferencias absolutas entre las
predicciones y los valores reales.

Huber Loss Es una combinacién de MSE y MAE, que es menos sensible a valores atipicos

que el MSE.

Smooth L1 Loss Similar al Huber Loss, es una versiéon suave del error absoluto, que se
comporta de manera similar al MSE pero con una respuesta menos extrema a los valores
atipicos.
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Classic Dynamic Time Warping Classic Dynamic Time Warping (CDTW) Compa-
ra las curvas real y predicha, entrega un valor de distancia.

2.8.8. Técnica de Backpropagation

Esta técnica considera que el modelo permite expresar los cambios en sus parametros como
derivadas parciales y usando regla de la cadena.

El primer paso hacia adelante forward consiste en obtener los resultados frente a una
entrada y calcular la pérdida o loss.

z=WX+5b

Ypred = U(Z)
C = lOSS(Q, ypred) = MSE(?J> ypred)

Siendo derivable la funcién de pérdida, teniendo ademéas en consideracién un factor de
aprendizaje o learning rate, es posible ajustar los parametros W de cada neurona. Esta
accion de reajuste en base la diferencial se llama backward.

Entonces, el ajuste para la neurona 7 sera usando un enfoque de descenso del gradiente:

ac ,
aW = _(y - ypred)o- (Z)Iz
oC
t+1 __ -
W, =W, n@Wi

Este procedimiento se realiza de manera iterativa y sobre todo el conjunto en cada etapa.
De esta manera, en conjunto con la loss el modelo va ajustando su precision hasta un factor
aceptable.

2.9. Algoritmo de optimizacion

El algoritmo de optimizacién es la forma que se realiza el ajuste de los parametros para
la siguiente iteracion.

2.9.1. Descenso de Gradiente Estocastico (S.G.D.)

El Descenso de Gradiente Estocastico es un algoritmo de optimizacion utilizado en el
entrenamiento de redes neuronales y otros modelos de aprendizaje automético. Funciona
ajustando iterativamente los pesos de la red neuronal en la direccion opuesta al gradiente
de la funciéon de pérdida con respecto a esos pesos. La idea principal es encontrar minimos
locales o globales en la funcién de pérdida, lo que representa la convergencia del modelo.

Proceso de actualizaciéon El algoritmo comienza con pesos aleatorios y utiliza muestras de
datos individuales o mini-batches (subconjuntos pequerios de los datos de entrenamiento)
para calcular los gradientes y actualizar los pesos. Esto reduce la carga computacional
en comparacion con el calculo del gradiente en el conjunto de datos completo.

30



Tasa de aprendizaje (Learning Rate) El SGD utiliza un pardmetro conocido como tasa
de aprendizaje, que controla el tamano de los pasos que se dan en la direccién del gra-
diente. Un learning rate demasiado grande puede hacer que el algoritmo oscile alrededor
del minimo, mientras que uno demasiado pequeno puede ralentizar la convergencia.

Desafios El SGD puede enfrentar desafios como la convergencia lenta o quedarse atrapado en
minimos locales. Para abordar estos problemas, se han desarrollado variantes del SGD,
como el SGD con momentum, que incorpora un término de momentum para acelerar la
convergencia y reducir oscilaciones.

2.9.2. Adam (Adaptive Moment Estimation)

Estimaciéon Adam es un algoritmo de optimizacién adaptativo que combina las ideas del
Descenso de Gradiente Estocastico con estimaciones adaptativas de los momentos de primer
y segundo orden de los gradientes. Adam ajusta la tasa de aprendizaje para cada parametro
individualmente, lo que lo hace més adaptable a diferentes tasas de convergencia para cada
parametro.

Momentum y adaptacién de la tasa de aprendizaje Adam utiliza un momento de pri-
mer orden (media mévil de los gradientes) y un momento de segundo orden (media mévil
de los gradientes al cuadrado) para adaptar la tasa de aprendizaje. Esto permite que el
algoritmo adapte la tasa de aprendizaje para cada peso de la red.

Ventajas Adam suele converger mas rapidamente que el SGD estandar en muchos casos
y se adapta bien a una amplia gama de problemas de optimizacién. Sin embargo, su
rendimiento puede variar segiin la naturaleza del problema y la eleccién de los hiperpa-
rametros.

2.10. Convoluciéon Matricial

La Convolucidén consiste en una operacién matematica entre dos funciones (f,y f;), en que
f» se desplaza en el tiempo operando sobre f,. El resultado de esto se integra o suma (en
caso discreto) para obtener la convolucién. La funcién que se desplaza opera como filtro o
kernel sobre la funcién que opera.

La definicion formal de convolucion esta dada por:

o0

(f9)®) = [ F()glt = 7)dr (2.43)

—0o0

En el 4mbito del procesamiento de imagenes y redes neuronales convolucionales (CNN),
la convolucion se emplea principalmente para extraer caracteristicas de las imagenes. En una
convolucién entre una imagen y un filtro (también conocido como kernel), el filtro se desliza
a través de la imagen aplicando una operacién de multiplicaciéon y suma en cada posicion.
Este proceso genera un mapa de caracteristicas que resalta patrones especificos, como bordes,
texturas o caracteristicas més complejas, dependiendo del filtro utilizado.

La operacién de convolucion se lleva a cabo calculando la suma ponderada de los elementos
de la imagen y el filtro que se superponen en cada posiciéon. La convolucién se caracteriza
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por ser una operacion local y compartida, lo que significa que los mismos pesos del filtro se
utilizan repetidamente en diferentes ubicaciones de la imagen.

En términos méas técnicos, en una convolucion entre una imagen de entrada y un filtro, se
multiplica cada elemento del filtro por los elementos correspondientes de la imagen en una
region especifica, y luego se suman estos productos para obtener un solo valor en la salida.
Esta operacion se repite a lo largo de toda la imagen para generar un mapa de caracteristicas.

Una convolucion es una operacion entre un bloque de entradas, en este caso el conjunto
de senales de la estacién y sus vecinas, con uno o méas kernels que operan como filtros.

Esta operacion, en conjunto con las siguientes etapas de la red neuronal, permiten realizar
una operacion de extraccion de caracteristicas a la entrada. En términos matematicos, permite
pasar desde una matriz N x M a un vector Wx1, en que necesariamente W >= N x M,

Cada uno de los kernel consiste en una matriz cuyos valores se van ajustando con el
entrenamiento del modelo, la convolucién sobre cada punto (para no llamarlo Pixel que es
algo asociado especificamente a imégenes) de la matriz entregard un valor compuesto que
caracteriza la localidad. En este caso se compone de valores en el tiempo de si misma y de
las estaciones vecinas en el mismo tramo de tiempo.

0 1 0
X 1 2 1 =
0 1 O

kernel/filtro

matriz a operar
Figura 2.9: Ejemplo de operacién de convolucién matricial

En el caso discreto, para convolucién matricial 2.9, se tiene que cada valor resultante es
un punto que se expresa de la siguiente manera:

ko k
Gli,jl= > > Hluv]Fli—u,j—v])=Hx*F (2.44)
u=—k v=—k

La etapa de Convolucién produce un mapa de activacion, y este puede ser el resultado
de una o mas etapas de convolucién en cascada. Se espera que estas caracteristicas tengan
relacién con la periodicidad, comportamientos locales y otros patrones que podrian existir.
El resultado final de esta operacion debe ser un vector de valores de entrada para la siguiente
etapa.

32



2.11. Redes Neuronales aplicadas a secuencias

El dataset de entrada puede tener diferentes estructuras de datos, una estructura particular
es aquella que consiste en una secuencia, ya que cada elemento tiene una posiciéon en un
orden. Una secuencia serie-tiempo es de este tipo de datos de entrada, consiste en una tupla
de valores (tiempo, medicidn), en que el orden o posicién va dado por el valor del tiempo.
También es posible tener secuencias en analisis de lenguaje natural, en que el texto analizado
es representado como una secuencia de valores numéricos antes de entrenar el modelo.

Dada una secuencia de entrada, como una serie-tiempo, es posible construir redes neu-
ronales que consideren las correlaciones con el contexto, lo que permite construir modelos
robustos frente a sistemas que entreguen este tipo de datos estructurados en secuencias.

2.11.1. Redes recurrentes (RNN)

Una red recurrente que tiene memoria de contexto. Este tipo de redes permite considerar
el contexto cercano y lejano en que el valor se posiciona, permitiendo extraer caracteristicas
de interés entre relaciones del valor con los otros valores cercanos, es decir permite capturar
regularidades estadisticas, Elman (Elman, 1990).

Implementa una maquina de estados en retroalimentaciéon, de manera que en la entra-
da considera los nuevos valores y el resultado de lo anterior, permitiendo establecer una
estructura de control que mejora la estabilidad y las condiciones de prediccion.

En el capitulo 14 de Neural Network Methods in Natural Language Processing
(Goldberg, 2017) hay una descripccion detallada de esta clase de redes y diferentes configu-
raciones. La expresion base que define una RNN es la siguiente:

RNN * (1.2} So) = Y1m
Yi = O(Si)
s; = R(si—1, x;)

En que cada vector se caracteriza por:

x; € Rdin
n c ]Rdout
S; € Rf(dom)

Lo esencial de una red recurrente es que esta construida de tal manera que tiene memoria
sobre la secuencia. Se puede expresar como en el siguiente diagrama.

En que R y O son son las mismas funciones a lo largo de la secuencia, pero manteniendo
el estado de la computaciona través del vector s;.

Entre los defectos que tiene esta arquitectura es que acumula el error.

Por esto es que, para mantener un mejor control del entrenamiento en un contexto cuyo
valor de la secuencia no solo depende de valores cercanos, sino también lejanos, se cred la
arquitectura LSTM con memoria a largo plazo.
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Figura 2.10: Diagrama representacion de una RNN (Goldberg, 2017)

2.11.2. Redes RNN/LSTM

Esta arquitectura de red neuronal RNN implementa una solucién al problema de explosi-
vidad o implosividad, permitiendo controlar las dependencias lejanas tanto como las cercanas

(Hochreiter & Schmidhuber, 1997).
Garantiza que puede aprender a conectar intervalos de tiempo grandes (sobre 1000 pasos),
incluso en casos de secuencias ruidosas e incomprensibles, sin perdidas de desplazamiento

local, figura (7).
Su algoritmo asegura que el error de arrastre se mantenga constante, siendo su caracte-

ristica central que le da ventaja sobre la RNN basica.
Se definen una serie de ecuaciones que determinan el comportamiento de la red.

iy = o(Wiixy + by + Wi Hy_1 + by;)

fo = o(Wigze + bip + WipHy 1 + bpy)

gr = tanh(Wizy + by + WhgHy—1 + bpg)
0y = 0(Wioy 4 bio + WhoHy 1 + bpo)
c=f[iOc 1+ Og

hy = oy ® tanh(c;)
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= EXS

Figura 2.11: Diagrama RNN con LSTM

Legend:

En que cada variable corresponde a:
h: es el estado oculto en tiempo 't
c; es la estado de la celda en tiempo 't’
x; es la entrada en tiempo 't’
hi_1 es el estado oculto de la capa en tiempo 't-17 o el estado inicial en 0’
ft, ¢, 04 son las celdas para entrada y borrado de memoria, y la puerta de salida.
o es la funcién sigmoide.
©® es el Producto de Hadamard

En una red LSTM multilayer la entrada ! en la capa [ (1>=2) es el estado oculto hl™!
de la capa previa multiplicada por un Dropout (5;' dénde este es una variable aleatoria de
tipo Bernoulli.

Atun asi, con las redes LSTM estandar existe un problema que aplica para casos en que se
entrena sobre serie-tiempo continua, ocurre que las celdas de memoria tienen un crecimiento
lineal, lo que repercute en el deterioro de la celda LSTM.

En ano 2000 se presenté una solucién a este problema recientemente detectado (Gers y
cols., 2000), presentan la inclusién a la celda LSTM de un médulo que aprende a olvidar. Es
decir, aprende a autoregular el crecimiento lineal de la memoria, permitiendo asi entrenar
flujos de secuencias serie-tiempo.
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2.11.3. Redes Profundas con Transformers

El problema general de maquinas de aprendizaje aplicadas a secuencias de datos que tienen
una correlacién en su orden es definitivamente amplio. En las RNN, al ser recurrentes, como
su nombre indica Recursién, repercute en que la estructura de esta red en la parte recurrente
no puede ser paralelizable, 1o que reduce las capacidades de aplicar modelos usando un alto
poder de computo en un tiempo razonable.

Con la publicacién de Attention is all you need (Vaswani y cols., 2023) el ano 2017, se abre
un nuevo camino con un método que si puede se puede paralelizar, el uso de los llamadas
transformers haran posible otro abordaje al modelamiendo de redes profundas,.

| Linear

*
fn(y)
FeedFordward v

Sum & Normalizacién

Multi-Ahead
Attention

A

| Sum & Normalizacién |

Multi-Ahead
Attention - Enmascarada

A

w——®

Codificador
Posicional

A

Entrada

Salida real

A
output
4 \
| Sum & Normalizacién |<
Sum & Normalizacién A
L) Multi-Ahead
FeedFordward Aitentmn

@ ®

Codificador
Posicional

Figura 2.12: Diagrama base de ’attention’ con transformer

Entre los componentes de importancia hay que destacar los codificadores posicionales
que proveen la informacién posicional de cada elemento, tanto en la entrada como en el
arreglo objetivo. De esta manera se alimenta al modelo con los parametros suficientes para
que aprenda el orden y las relaciones de la secuencia .

En el caso de estudio se debe entregar una mayor importancia a los ultimos segundos de
medicion, por lo que el Encoder posicional debe ademés entregar informacion de la cercania
a los ultimos datos, que se puede determinar con una exponencial exp® anadiendola como
una columna extra a las columnas sin/cos bdsicas, ademés de agregar una capa entrenable

4 Introduccién a Encoder Posicional https://machinelearningmastery.com/a-gentle-introduction-to-positio
nal-encoding-in-transformer-models-part-1/
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reguladora que da un peso a cada pardmetro.
Se distinguen con claridad dos elementos en este modelo:

Encoder El bloque que procesa la secuencia de entrada codificandola y entregandola a varias
capas de ’attention’ que permiten correlacionar en contexto. La definicién base consiste
en N=6 capas que procesan la secuencia.

Decoder Este bloque incluye lo que resulta del encoder en conjunto con la aplicacién de
"attention’ a la secuencia de salida real. Entregando la salida estimada.lLa definicion base
consiste en N=6 capas que procesan la secuencia.

2.11.4. El elemento ’attention’

Consiste en una funciéon que relaciona una consulta 'Q’, con un conjunto de pares de
llave-valor a una salida. Donde estos elementos son vectores.

Scaled Dot-Product Attention Multi-Head Attention

Mathul

SoftMax

Scaled Dot-Product J&

‘ Attention N
A V— 1§
[Linearl}{Linearl}[Linear]J

< v L]

Q
W K Q

Figura 2.13: Funcién ’attention’

Siendo dj el valor de la dimensiéon de los vector. Se computa el producto punto de la
consulta ’Q’ con las llaves ’keys’. La ’attention’ se calcula como sigue:
Para attention escalada por producto punto:

QKT
Var

Una forma progresiva de esta misma estrategia es 'multihead-attention’, es decir aplicada
en paralelo en diversos puntos. Se define por la relacién:

Attention(Q, K, V) = 1% (2.45)

MultiHead(Q, K, V) = Concat(head,, . . ., heady,)W©° (2.46)

En donde head), = Attention(QW2, KWE VWY
Las proyecciones son matrices de pardmetros ajustables.
En que cada matriz de parametros:
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En este modelo las consultas (Queries) vienen de una capa previa 'decoder’; las llaves y
valores de la memoria vienen de la salida del encoder. Esto permite que cada posicion en el
decoder atienda todas las posiciones de la secuencia de entrada. Replicando los mecanismos
de atencién para otros modelos secuencia a secuencia.

Entre los desarrollos contemporaneos que usan transformer y se aplican a soluciones de
serie-tiempo para regresion y prediccién es posible encontrar el trabajo de Grigsby et al.
2021 (Grigsby y cols., 2021) en que desarrolla predicciones sobre serie-tiempo de multiples
variables la red de tipo Long-Range Transformers tiene un espectro de aplicacién tanto
sobre el tiempo como en el espacio, como se observa en la figura 2.14.

Esta investigacion interpreta la arquitectura de Transformer como un sistema de paso de
mensajes que aprende. Aprendiendo las relaciones espaciales y temporales, al segregar de
manera adecuada las celdas de tiempo con las variables que definen las relaciones espaciales.
Extrae las ventajas de redes Secuencia a Secuencia, asi como también redes basadas en grafos.
También es de destacar que permite establecer relaciones significativas entre los elementos.
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Figura 2.14: Transformer de alcance Espacio-Temporal (Grigsby y cols.,
2021)
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2.12. Transformada rapida de Fourier

La aplicacién de un filtro por transformada de Fourier a la serie tiempo se puede expresar
matematicamente como:

n—1 .
=S ment i=0,.,n—1 (2.47)
k=0

Esto permite representar la sefial en el espacio complejo, mediante la suma a groso modo
de funciones seno, habiendo un coeficiente por frecuencia presente en la senal.

Esto se aplica a todo el Dataset por cada estacion y por cada eje, permitiendo obtener la
senial filtrada por FFT.

. f:%[o,l,..., -1,-3

o f= ﬁ[o,y..,%,—%,...,—u Si es impar

Algoritmo de filtrado.

,...,—1] Si es par.

Y

S w3

* Aplica fft a la senal

* Computa las frecuencias asociada a cada coeficiente
* Mantener frecuencias suficientemente bajas

* Computar la inversa de fft.

En cédigo python, con numpy, esto se puede expresar en la siguiente funcién.

from numpy.fft import *

def filter_signal(signal, threshold=1e8):
fourier = rfft(signal)
frequencies = rfftfreq(signal.size, d=20e-3/signal.size)
fourier([frequencies > threshold] = 0
return irfft(fourier)

Este algoritmo® se aplica entonces a cada dataset de estaciones disponible y se almacenaré
el resultado de la senal filtrada, con el objetivo de usarla para el entrenamiento como la senal
decodificada.

2.13. Meétricas para Series-Tiempo

Estas métricas utilizan una distancia no euclideana, ya que esta se adaptan mejor al tipo
de dato y su estructura. Entre las métricas desarrolladas para serie tiempo se encuentra
la llamada Dynamic Time Warping (DTW), que consiste en una familia de variantes que
abordan de manera adecuada una comparacion entre series-tiempo, como se puede observar
en el trabajo de Sakoe y Chiba (Sakoe & Chiba, 1978), Salvador, et all (Salvador & Chan,
2004) y ultimamente con el de Blondel y Mensch (Blondel y cols., 2021). Esta familia de
métricas DTW se diferencian esencialmente en el modo de implementar el algoritmo que
permite comparar las series.

5 Estudio FFT limpieza de ruido https://www.kaggle.com/code/theoviel /fast-fourier-transform-denoising
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2.13.0.1. Classic Dynamic Time Warping (CDTW)

Esta es una métrica que permite estimar el error entre dos secuencias serie-tiempo calcu-
lando un indice de similitud en base a la forma de cada serie, observando que tan parecidas
Son.

Dados dos serie-tiempo X=(x1,...,x,) ¢ Y=(y1,...,¥n), la matriz de costo C es definida
como el costo para cada par de valores combinados ©.

C’ivj = f(xz,y]),VZ S 17 "7n7j S 17 I (248)

Dénde f es la funcién de costo, tipicamente el cuadrado de la diferencia, f(z,y) = (z—1y)>.
Una ruta warp es una secuencia p = (py, ..., pr) tal que:

* Condicién de valor p; = (i1,5;) € 1.n x 1..m,Vl € 1,...L
* Condicion de borde p; = (1,1) y pr, = (n,m)

* Monotonia y tamano del paso, es decir la diferencia entre dos puntos préximos:

Di+1 — D1 € (Oa ]-)7 (]-7 0)7 (17 1)

2.4
Viel,..,L—1 (249)

El costo asociado a la ruta warp se denota por C), como la suma de elementos de la matriz
de costos que pertenece a cada ruta warp.

L
Cp(Xa Y) = Z Cim'z (2'5())
=1

El puntaje DTW es definido como el minimo de estos costos entre todos las rutas warp
posibles.

DTW(X,Y) = minyepCy(X,Y) (2.51)

Doénde P es un conjunto de rutas warp. Este puntaje puede ser computado utilizado la
matriz acumulada, denotada como D, y se define por:

J
Dy ;= ZCM,Vj c€l..m
5 (2.52)

Diy =) Cpi,Viel.n

k=1

En que, también, para el caso (i,j) se tendra:

6 Classic Dynamic Time Warping compared https://tslearn.readthedocs.io/en/stable/auto_examples/aut
odiff/plot__soft__dtw_loss_for_ pytorch_nn.html
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D;j=minD(i—1,7—-1),D(i—1,7),D(,57—1)+Cy;

2.53
Vi€, ..nj€2 . .m (2:53)

De aqui, se tendra que la matriz de costos es el puntaje Dynamic Time Warping.
DITW(X,Y) = Dyum (2.54)

Sin embargo, esta métrica tiene dos desventajas importantes.

» Compleja computacionalmente, O(nm)

* No responde a inecuaciones triangulares, por lo que para algoritmos de tipo k-nearest-
neighbors debe usarse fuerza bruta.

De aqui, con este método, se derivan diferentes implementaciones que son especificas a su
dominio, estas son:

clasica uso genérico para serie-tiempo
sakoechiba define un camino en torno a la curva
itakura define una zona que cambia de ancho segin la curva

multiescale hace un seguimiento escalonado de la curva

En el trabajo de Geler (Geler y cols., 2019) se realiza una comparacién de las implemen-
taciones Sakoe-Chiba e Itakura. Mientras la primera se encarga de hacer una analisis por
banda, Itakura propone una implementacion mediante un zona-rombo de deteccion. Mos-
trando resultados superiores al primero (ver figura 2.15).

s AN s AN

7 T
74 = Ml
[T/ 1] N
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A :? /
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Q y.dm Qllfr i

Figura 2.15: Comparativa DTW Sakoe-Chiba vs Itakura. Geler (Geler y
cols., 2019)

Con esta técnica como referencia, considerando que si bien es 1til para la comparacion de
series-tiempo, tiene algunas debilidades ya que en sus enfoques mas clésicos no es derivable en
todo su dominio, ademas de que puede llegar a locales no-6ptimos si se ocupa como funciéon
de pérdida. La propuesta de Blondel at al (Blondel y cols., 2021) nombrada como Soft-DTW
divergence aborda estos problemas y ajustes a la Soft-DTW original ya que esta asocia al
bias una regularizacion entropica.

Caracteristicas de Soft-DTW divergence:
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¢ Es una variante valida de Soft-DTW
* No negativa

* Llega a un minimo si y solo si ambas curvas son iguales

Esta variante tiene implementaciones en software para R y python, en la web de Ta-
venar ' es posible observar el andlisis teérico y de implementacién, contiene animaciones y
explicaciones de las principales implementaciones de esta familia de métricas.

2.14. Uso de GPU para la resolucion de problemas
computacionales

Dada la naturaleza compleja de los modelos, estructuras de datos y operaciones mate-
maticas en que incurren los diferentes algoritmos utilizados tanto para la creaciéon y el uso
de modelos de aprendizaje, se hace necesario hacer uso de las herramienta computacionales.
Conociendo ademaés las ventajas y desventajas en que se incurre cuando se usa una u otra.

En esta seccién se evaliian los principios tedricos para la utilizaciéon de computacion pa-
ralela con procesadores gréaficos (GPU). En principio este tipo de procesadores ofrecen la
capacidad de realizar cdlculos matematicos matriciales en paralelo, a diferencia de las tradi-
cionales CPU que requieren un procesamiento secuencial. Esto impacta directamente en el
tiempo que conlleva realizar una operacion incluida en un algoritmo (7).

En el presente trabajo se considera el entrenamiento de modelos de maquinas de apren-
dizaje modeladas como una serie de operaciones que considera matrices, es factible realizar
una aproximacion al entendimiento del uso de las GPU para mejorar el rendimiento en la
resolucion del algoritmo.

Teniendo claridad en el uso del recurso GPU, aporta con los fundamentos para de las
herramientas de analisis de procesamiento paralelo para lograr una mejor comprension de la
solucién propuesta. Esto permite abordar con éxito el problema de procesamiento en tiempo
real de un conjunto de datos o problemas que si puedan resolverse bajo un enfoque paralelo.

Para abordar la solucion de un problema con el uso de GPU es necesario identificar el tipo
de problema, ;se puede usar la GPU o, dada su naturaleza, solo la CPU? Y, a partir de aqui,
como disenar la paralelizacion de alguna etapa del algoritmo.

Entre los conceptos béasicos a considerar son:

Concurrencia
Dos o més tareas progresan de manera simultanea

Paralelismo
Dos o més tareas se ejecutan de manera simultanea

Con esto, es posible comprender el concepto de Computaciéon Paralela que consiste
en resolver un problema de tamano n bajo un dominio de k partes (k > 2,k € N) en una
cantidad p de recursos o procesadores disponibles.

7 An introudction to Dinamic Time Warping https://rtavenar.github.io/blog/dtw.html
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Al ser el problema P paralelizable en D elementos, nombramos a la solucién paralela como
P_D, como una composicion de k problemas.

k
D=dy+dy+-+d,=) d; (2.55)
=1

Ahora, la soluciéon aplicada de cada problema significa la aplicaciéon de una funcién a
cada parte, determinando que P_ D sea un problema de tipo data paralelo. Este tipo de
problemas habilita una solucién con GPU.

k
F(D) = f(dr) + () + -+ + f(d) = X S (@) (2.56)
i=1
De manera andloga, si el problema se resuelve aplicando en cada uno de los diferentes
modulos al mismo flujo (stream) de datos, el problema es de tipo tarea paralelo. Este tipo
de problemas habilita una solucién con CPU.

D(S) = di(S) + do(S) + - - - + di(S) zzk:di(S) (2.57)

Para medir como afecta al rendimiento una solucién especifica se determina una medida
de rendimiento, dado un problema de tamafio n y p procesadores.

T(n,p) (2.58)

Las métricas de trabajo (work) y duracién (span), definen las bases para computar otras
métricas como speedup y eficiencia.

La calidad de un algoritmo paralelo se define con las métricas work y span.

El concepto de work se fundamente en el tiempo total para ejecutar un algoritmo paralelo
usando un procesador, denotado por T(n,1). El concepto de span se define como el tiempo més
largo que se necesita para computar con un hilo, denotado por T'(n,inf), siendo equivalente
a la medida de tiempo usando infinitos procesadores.

Con estos conceptos, se define una relaciéon que es la work law en que se define como el
tiempo minimo de ejecucion del algoritmo.

T(n,1)
p

Y también la ley de duracion (span law), que establece la relacién. Y significa que el
tiempo del algoritmo no debe ser menor a la duracién para la ejecucion minima con un hilo.

T(n,p) > (2.59)

T(n,p) > T(n,inf) (2.60)

El speedup es la medicion del cambio, que tan rapido llega a ser, con respecto a una
ejecucion secuencial.

5, = <p (2.61)
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En que el numerador es el tiempo para el mejor algoritmo secuencial, y el denominador
es el tiempo que toma en ejecutar para p procesadores.

En caso que un problema se componga internamente de diferentes partes, cada una con
soluciones secuenciales o paralelas. Se define la ley Amdahl:

1

S(p) = W

(2.62)
En que ¢ es la fraccién del problema que corre en paralelo y (1-c) la parte de se ejecuta
secuencial, con p procesadores.
Una implementacion adecuada seré aquella que compense ejecucion secuencial-paralela en
cada etapa de manera correcta con los tiempos necesarios de respuesta requeridos.
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2.15. Grafos

Para establecer un modelo de Grafos, es crucial comprender conceptos fundamentales
dentro de la teoria matematica. En términos generales, un grafo es una estructura conceptual
que permite relacionar elementos mediante aristas que definen dichas conexiones. Cada uno
de estos elementos se denomina Nodo o Vértice, y representa la abstracciéon de un objeto

que puede contener informacién relevante.

Figura 2.16: Ejemplo de grafo G=(V,E)

Un grafo se puede expresar mateméticamente como G = (V, E), donde G es el grafo, V
es el conjunto de vértices, y E es el conjunto de aristas que conectan un nodo con otro en
G. La forma en que estos vértices se interconectan en un grafo define diferentes tipos y se
caracteriza por propiedades como vecindad, caminos entre nodos, entre otras. Una explicacion
mas detallada de estos conceptos se puede encontrar en la obra "Graph Theory”de Diestel
(Diestel, 2017).

En el caso del ejemplo anterior, se tendria:

Para los vértices (V = {a,b,c,d,e})

Para las aristas (E = {{a,b},{a,c},{a,e}, {b,c},{d, e}}

Esto nos permite definir "nodos vecinos”segtin un criterio especifico, el cual debe ser elegido
en funcion del caso de estudio. Este criterio puede estar basado en similaridad, cercania por
distancia u otro valor compartido.

Identificar el criterio mas adecuado para el caso de estudio puede presentar un desafio
interesante. De esta manera, se puede construir un grafo que sea efectivo para el propdsito
planteado.

En el ejemplo de la figura 2.16, para el grafo G, tendriamos los siguientes conjuntos de
"nodos vecinos”:
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N(a) =b,c,e

N(b) =a,c

N(c) =b,d,e (2.63)
N(d)=c

N(e) =a,c

De esta manera, si observamos los vecinos al nodo a se podra observar la vecindad, como

en la figura 2.17

Figura 2.17: Ejemplo de vecinos a ’a’ en grafo G=(V,E)

Con estos conceptos fundamentales de la teoria es posible definir las relaciones entre los

elementos de un dominio, como la distancia entre las estaciones y definir un concepto de
vecindad basado en esta.
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2.16. Prediccién al futuro cercano o ’forecasting’

Es de interés que el andlisis de fenémenos que puedan registrarse mediante la observacién
de secuencias serie-tiempo permita realizar la prediccion del futuro cercano a continuacion
del tramo registrado. Es decir, basado en los datos de la secuencia, sus patrones, es viable
estimar lo que sucede a futuro, en inglés se le llama forecasting, como referencia ver el articulo
de Boshnakov, Georgi (Boshnakov, 2016).

Una utilidad aplicable al monitoreo sismolégico es poder levantar alertas de emergencias
frente al gatillante de un posible evento. Comparando la prediccién con lo que sucede en el
momento se puede evaluar la divergencia, este parametro se debe establecer en base a una
medida y definir valores checkpoint que gatillen diferentes mensajes.

Realizar forecasting cuantitativo considera la elaboracion de un modelo que comprenda
los diferentes patrones expresados en los datos y las relaciones entre ellos. Mientras mas
exhautivo sea el registro se puede obtener un modelo mas preciso. De esta manera se permite
al modelo proyectar a futuro, basado en estos patrones, la estimacion de lo que podria suceder.

Entre los conceptos de importancia en la realizacion de una prediccion forecasting es
posible encontrarse en tabla 2.5.

Tabla 2.5: Definiciones relacionadas con la prediccién

Término Definicion

Error de prediccion Es la estimacion de la precision de la prediccion.
Horizonte de predic- | Es la definicién de los periodos en que se realiza.

cion

Intervalo de predic- | Es la frecuencia, cada tanto tiempo, se realiza la predic-
cion cion.

El proceso de construir e implementar el modelo de predicciéon consiste en:
1. Definicion del problema

Recoleccion de los datos

Analisis de los datos

Seleccién de modelo y ajustes

Validacion del modelo

Despliegue del modelo

N o N

Monitoreo de rendimiento del modelo

Cada uno de estos pasos se puede visualizar en un diagrama (figura 2.18).

2.16.1. Definicién del problema

Debe desarrollar un conocimiento de como la prediccion sera utilizada. Se define la perio-
dicidad, métricas y factores de interés para la toma de decisiones que permitan llevar una
comprension acabada de la prediccién.
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Seleccién Despliegue Monitoreo

Deﬁ;jnicion Reco(ljeccion Anglisis de Vall?jzclon de de
P bF d te d te Modelo Modelo modelo rendimiento
roblema atos atos y Ajuste predictivo de modelo

Figura 2.18: Diagrama del proceso de prediccién ’forecasting’ (Boshnakov,
2016)

2.16.2. Recoleccion de los datos

Consiste en la obtencion de las variables relevantes que permitan definir la prediccion.
Sean secuencias de una estacién o un grupo, datos de posicionamiento y otra informacién
relacionada.

2.16.3. Analisis de los datos

Previo a la seleccién del modelo predictivo a utilizar se hace necesario realizar un andlisis
visual y estadistico de los datos, establecer correlaciones, agrupaciones o clustering, reconocer
patrones importantes, componentes ciclicos y evoluciones del fenémeno observado, etc.

2.16.4. Seleccion del modelo y ajustes

Consiste en escoger uno o mas modelos y ajustes de modelos a los datos. Ajustar significa
estimar ciertos parametros que definen el modelo, Hiperparametros en el caso de maquinas
de aprendizaje.

2.16.5. Validacion del modelo

Consiste en la evaluacion del modelo para determinar si se comporta con un rendimiento
adecuado o un cierto nivel de rendimiento mediante alguna métrica conocida.

Una técnica recomendada es tomar todo el corpus de datos y dividirlo en grupos para
entrenamiento, pruebas y validacion. Es clave aqui reconocer que, en el caso de redes de
aprendizaje profundo, la retropropagacion (backpropagation) toma una importancia funda-
mental en el ajuste del modelo durante el entrenamiento.

2.16.6. Despliegue del modelo

Consiste en preparar el modelo para operar y ser utilizado con el fin que fue disefiado. Es
importante asegurarse que el o la usuario tengan un entendimiento del uso del modelo y como
producir las predicciones. El mantenimiento del modelo permite asegurar que se continue la
operacion.

2.16.7. Observacion del rendimiento del modelo

Una vez el modelo entra en operacion se debe asegurar que el rendimiento de las pre-
dicciones se mantengan, sea con un plan de re-entrenamiento perioédico, extension del entre-
namiento, complementar con herramientas de visualizacién, generacion de notificaciones o
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alertas.

2.16.8. Consideraciones estadisticas

Un valor de importancia para evaluar la precisién de la prediccion es el error y se calcula
mediante la diferencia entre el valor predicho (y en un tiempo anterior t - 7) y el valor real
en t.

e(T) = ye — Gt — 7) (2.64)

Entonces, el error entre la medida actual y un paso atras (1).

(1) =y — it — 1) (2.65)

La diferencia entre la observacién y; y el valor obtenido por ajuste g; es llamado valor
residual.

e =Y — U (2-66>

Ambos conceptos de error de predicciéon y valor residual se diferencian en que este
ultimo corresponde a la diferencia de prediccion del modelo con datos historicos, que se
ajustan mejor a una prediccion real.

Usualmente, como se ha mencionado en las secciones anteriores, una serie tiempo presenta
ruido, por lo que es posible realizar un filtrado de este mediante un suavizado. Permitiendo
asi suavizar la curva. Diversas técnicas se pueden aplicar, pero una de las méas conocidas y
sencillas de utilizar es el promedio por ventana moévil.

1 T
My = N Z Yy (2.67)
t=T—-N+1

Esta técnica de andlisis, junto con otras de mayor complejidad, permiten ir descubriendo
diversos patrones que se manifiestan en el registro de la secuencia, como periodicidad o
estacionalidad.

La Estacionalidad en Series de Tiempoimplica un cierto equilibrio o estabilidad en los
datos. En el caso de datos de posicionamiento geodésico, una estacion fija emitira constante-
mente una serie-tiempo estacionaria, salvo casos especiales como movimientos sismicos.

Se determina una media constante por.

+oo
w=E) = [ yf@)y (2.68)
Y la varianza constante, definida cémo.
2 oo 2
o, =Var(y) = /_ _ =)oy (2.69)

Estos valores, extraidos de una muestra, se utilizan para estimar los pardmetros. Si las
observaciones en la serie tiempo son discretas, como es en el caso mas comin para sensores
digitales.

Se determina una media constante por.
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_ 1 &
Y=ty == W (2.70)
Ti=
Y la varianza constante, definida cémo.

o 1
82 = O'; = T Z(yt — /,[,)2 (271)

t=1
2.16.9. Autocovarianza y autocorrelacion

Generar un modelo que pueda predecir a futuro se sustenta en que los datos de entrena-
miento estan entrelazados, esto se puede conocer mateméaticamente al establecer la autoco-
varianza y autocorrelacion de la secuencia, en si misma y con otras variables.

Primero, si la serie-tiempo es estacionaria significa que la distribucién de probabilidad
conjunta de dos observaciones, sean y; e vy serd la misma para dos periodos de tiempo
separados por k.

La covarianza dada por esta relacion en k se puede expresar con la siguiente formula.

Y = Cov(ys, yrrx) = El(yr — 1) (Yo — 1)) (2.72)

La colecciéon de los diferentes valores 7, con k=0,1,2,3...; se llama funcién de autoco-
varianza. Siendo para k=0, la varianza.
El coeficiente de correlaciéon con el lag k se define por.

El(ye — 1) (Yrx — 1)) _ Tk (2.73)

VB — WA — 7] 0

Y la coleccion de valores py, se llama la funcién de autocorrelacién (ACF). Esta
funcion es independiente de la escala de la medida de la serie, siendo adimensional.

Para estimar la autocovarianza de manera discreta y obtener las ACFs para una serie-
tiempo, la relacion se expresa por.

e =4 = 0 > (0~ 9) sk — ) (2.74)

t=1

En que la ACF es estimada por la funciéon de muestra de autocorrelacién.

A C

Co
Para establecer matematicamente que una secuencia es estacionaria, se define variogram,
que es la medida de las varianzas de las diferencias entre las observaciones con lag k. Expre-

sado en la ecuacidn.

_ Var(ye —yt)
Var(ys — yt)

Estos valores pueden ser visualizados en funcion del lag k. Si se de el caso de estacionalidad,
la funciéon Gy converge asintéticamente.

Gy (2.76)
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1— 1
Gp=-"T% (2.77)
Il=pr  1—p
Estimando las varianzas, teniendo en consideracion la serie tiempo discreta.
dF =y — ydt = b Z d
t t+k — Yt T _ & k
Se estima la varianza de la diferencia por.
F T—-k—1 '
De aqui que el la muestra del variogram estara dada po.
2
Gy =% (2.79)
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2.16.10. Ajustes de tendencias y fenémenos no estacionarios

En el caso de que se observe una secuencia serie-tiempo que sea una composicion de
tendencias y estacionalidad, es posible realizar una separacion de ambos efectos permitiendo
modelar el fenémeno.

Una herramienta de utilidad para extraer las tendencias o fendémenos no estacionarios es
la diferenciacion.

T =Y — Y1 = Vyr = (1 — By (2.80)

En que B se considera un operador de retroceso y permite definir diferenciacion a diferentes
pasos operando la expresion en potencia.

Ty = VQyt = (1 — B)Qyt =Y — 2yt—1 ‘I— yt+2 (281)

Si se desea elimitir la periodicidad, entonces conocida por d.

Vaye = (1= BNy = v — yia (2.82)

Esta herramienta matematica permite descomponer la serie tiempo en secuencias identifi-
cables por sus caracteristicas de manera separada. Asi como también permite realizar diversas
operaciones de desplazamiento.

Vi=(1-B)" (2.83)

Usualmente basta con aplicar una a dos diferencias para desacoplar las tendencias mas
importantes. Asi como en casos de periodicidad es posible extraer la diferencias por.

Vaye = Yt — Yi—d (2.84)
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2.16.11. Evaluaciéon y monitoreo del modelo de predicciéon

Para evaluar el rendimiento del modelo se establecen diversas métricas estadisticas que
operan sobre el error entre lo predicho y la medicién real.
Utilizando el error hacia un paso.

(1) =y — it — 1) (2.85)

La media del error esta definida por.

1 n
ME = — Z ei(1) (2.86)
ni3
El error de media absoluto.
1 n
MAD = — Z led(1)] (2.87)
ni4
El error cuadratico medio.
1 R
MSE = = [e/(1)]* = 62 (2.88)
=1

El valor esperado de MSE para un modelo correcto, debe ser cero o cercano a cero. Dado
que la técnica de produccion debe producir predicciones imparciales.

El MSE es un estimador directo de la varianza para un paso del error. Si el error esta
normalmente distribuido, hay una relacion entre MSE y MAD.

MSE = \/ZMAD ~ 1.25M AD (2.89)

Estas métricas son dependientes de la precision de la prediccion. Se expresan en términos
de la unidad de medida. Existe una métrica adimensional que es el error de prediccién
relativo.

Y — 9e(t — 1)
e itt=

Con este parametro definido se puede calcular el valor medio del error de prediccién
relativo (MPE).

re, (1) = 100 (2.90)

1 n
MPE = —> re (1) (2.91)
[t
O la media absolute del error de prediccién relativo (MAPE).

MAPE = 23" [rey(1) (2.92)
niz
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2.16.12. Aproximacion general a la seleccion del modelo

La base para seleccionar el mejor modelo es definir correctamente el erro, luego establecer
las métricas adecuadas segtn el caso de estudio.
El procedimiento general para definir un modelo predictivo consiste en los siguientes pasos.

1. Graficar serie-tiempo y determinar caracteristicas principales, como tendencias o esta-
cionalidad.

2. Separar las tendencias y estacionalidades, ajustando el modelo

3. Desarrollar el modelo predictivo sobre los residuales

4. Validar el rendimiento del modelo

5. Obtener el error al diferenciar entre la medicion real y la predicciéon
6. Analizar las periodicidades

7. Si la intervalos de prediccion es la deseada, construir los intervalos de prediccion para
los residuales y aplicar la reversa de las transformaciones.

8. Desarrollar e implementar un sistema de monitoreo del modelo de prediccion.
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2.17. Comparaciéon de modelos

Al momento de evaluar entre dos o mas modelos que realizan la prediccién sobre el mismo
sistema, se hace necesario establecer algunos parametros o medidas de comparacion. Puede
ser que un modelo tenga un buen ajuste a datos histéricos pero que no produzca una buena
prediccién. Ajustarse con exactitud a los datos histéricos produce un sobre ajuste, asi como
también incluir demasiados pardametros (mas de lo necesario) para mejorar el ajuste.

En general el modelo que mejor se aproxima a un buen resultado sera aquel que entregue
la menor desviacion estandar para el error de un paso durante el proceso de validacién. Un
método avanzado, como se ha visto en una seccién anterior, es evaluar la similitud por DTW.

Una primera referencia de métrica es el error cuadratico medio.

T 2
€
LIPS L] (2.93)
T—p
En que T son los periodos de datos usados para ajustar un modelo con p parametros,
siendo e; el residual del modelo ajustado. Este valor es solo la varianza de la muestra de los
residuales y es un estimador de la varianza del error.

Otro criterio de interés es el estadistico R2.

i1 €
ZtT:1(Z/t —y)?

En que el denominador es la suma del los cuadrados de las diferencias de las observaciones,
no dependiente del modelo. El numerador es la suma cuadratica de los residuales. Sabiendo
ademés que seleccionar un modelo que maximiza R? es equivalente a minimizar la suma
cuadratica de los residuales. Un valor alto de este parametro indica un buen ajuste a los
datos histéricos. Sin embargo, confiar solo en este valor corre el riesgo de caer en sobre
ajustes. Por lo que un mejor criterio es el R? ajustado.

R*=1- (2.94)

2
2 S

Sl a1
Con esto, se tienen métricas de mayor importancia para comparar la efectividad de modelos
son Criterio de Informacién Akaike (Criterio de Informacién Akaike (AIC)) y el
Criterio de Informacién Schwarz Bayesiano (Criterio de Informacién Schwarz
Bayesiano (BIC)).
Para AIC se tiene:

R

(2.95)

adj —

T 2
_ 2
AIC = In (Zt—Tlet> + ?p (2.96)
Para BIC se tiene:
T_ 2 l T
BIC = In (Zt—Tl et) + p"g ) (2.97)

Estos dos criterios penalizan la suma de los cuadrados residuales al incluir parametros
adicionales en el modelo. Aquellos modelos que tengan valores pequenos de AIC o BIC se
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pueden considerar buenos modelos.

Una forma de evaluar un criterio de seleccién es la consistencia. En que un criterio de
seleccion de modelo es consistente si selecciona el verdadero modelo que tenga una mayor
probabilidad de acercarse a la unidad si la muestra crece considerablemente. AIC se diferencia
de BIC en que este ultimo es mas estricto con la adicién de parametros extras.

Ademads de la consistencia, otro factor de interés que incide en la seleccion del modelo es
que sea asintéticamente eficiente, en que dado T el monto de datos disponibles se torna
suficientemente largo para realizar calculos asintéticos. Pudiendo en este punto analizar como
la varianza del error de prediccion se acerca a un punto de convergencia, el modelo que lo
haga mas rapido es mejor. En esto AIC es asintoticamente eficiente y BIC no.

La evaluacion del impacto de un modelo de regresion y prediccion permite comparar con
otros modelos entrenados. De esta manera es posible determinar en referencia al resto de los
modelos aquellos que presentan un mejor rendimiento, es decir la calidad relativa del modelo.

Los principales textos que definen estas métricas comparativas son:

Fitting Autoregressive Models for Prediction Se publico en 1970 (Akaike, 1969), ge-
nera una formulacién para un modelo, permite ajustar parametros y seleccionar modelos,
ademas de sistematizar la precision de la predicion.

Regression and time-series model selection in small samples (Hurvich & Tsai, 1989).
Realiza un ajuste al modelo Akaike Criterio de Informacion, su uso se enfoca en simu-
laciones Monte Carlo y aplicaciones de serie-tiempo. La mejora consiste basicamente en
que tiene un mejor comportamiento asintético.

Stopped Training and Other Remedies for Overfitting Con el fin de prevenir sobre-
ajustes en el texto W.S. Sarle (Sarle, 1995) desarrolla diferentes técnicas enfocadas en
redes neuronales, evitando que llegue a aprender del ruido mas que de los patrones
del fenémeno de estudio. Se vale de regulacién del entrenamiento, validacién cruzada,
técnicas de regularizacion, y remocién de parametros de poca influencia.

Estimating the Dimension of a Model El desarrollo de la métrica BIC por G. Schwarz
(Schwarz, 1978) permite confrontar la seleccién de modelos mediante el criterio de in-
formacion bayesiano, también es compatible con AIC pero, a diferencia de este, penaliza
la complejidad del modelo, enfocandose en la robustez frente al sobreentrenamiento,
sobretodo con el incremento de la muestra

Entonces, dada la verosimilitud L se tienen las siguientes férmulas para estas métricas.
Las mismas métricas en término de L.

Considerando p la cantidad de parametros del modelo, n la cantidad de muestras de la
serie (extension).

Criterio de Informacién Akaike (AIC):

AIC = —2In(L) +2p (2.98)
Criterio de Informacién Akaike corregido (AICc):
2 1
AlCe = AIC 4 2P+ 1) (2.99)
n—p—1
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Criterio de Informacién Bayesiana (BIC):

BIC = —2In(L) + k1In(n) (2.100)

Una vez que se entrene cada modelo, considerando su arquitectura, parametros y datos
de entrenamiento que se reflejan en el error, podria ser MSE o DTW. Es posible realizar una
estimacion de estas métricas para comparar modelos.

2.18. Estado del arte: GNSS y Maquinas de Aprendi-
zaje

Esta seccién hace una inspeccién acerca de los trabajos aplicados de machine learning
sobre el area de geodesia que son de interés destacar.

En Thomas y cols. (2023), se aplica un filtro de ruido a sefiales GNSS usando un modelo
de deep learning sobre tramos estaticos de serie-tiempo, mostrando que efectivamente es una
herramienta que aporta mejorar las mediciones, permitiendo una deteccién sismica de menor
intensidad al aumentar la sensibilidad con la extraccién del ruido.

Ademas de la sismicidad clasica, en este tipo de senales se pueden observar fenémenos
sismicos a largo plazo, llamados ‘terremotos lentos’ (Ruiz y cols., 2017). Lo que es de inte-
rés para la institucion CSN poder generar herramientas que también permitan observar la
posibilidad de ocurrencia de estos.

Una etapa de vital importancia en este trabajo es la preparacion adecuada de los datos
con que se entrenara cada modelo, de tal manera que sea posible la gestiéon de los recursos
y la entrega de la informacion suficiente para cada muestra al modelo. Esto significa realizar
un analisis estructural del sistema, tanto a nivel particular, en su vecindad y en general,
permitiendo construir una estructura de informacién lo més enriquecida posible.

De manera andloga a las seniales GNSS, las senales por electroencefalograma han sido
estudiadas como streams en que se les han aplicado técnicas de Deep Learning, como muestra
Jaworski et al. Muestra diferentes metodologias en la implementacién de estos modelos que
podrian ser referentes para este trabajo.

Considerando el estado de arte modelos de machine learning que procesan secuencias de
datos sera necesario aplicar y estudiar los modelos adecuados para el conjunto de datos
recibidos en stream en tiempo real.

Un modelo a destacar es RNN y lo mas actual son modelos con los llamados Transformers
(Vaswani y cols., 2023) en su articulo Attention Is All You Need, proponen un enfoque
novedoso en el campo del procesamiento de senales con aplicaciones en machine learning
ya que se caracterizan porque técnicamente permiten una alta paralelizacién del proceso de
entrenamiento y prediccion.

Asi mismo se refuerzan las herramientas disponibles para el andlisis de senales de datos
en streams y la reduccién de ruido, tomando de aplicaciones de denoising o cancelacién de
ruido en tiempo real, como lo describen (Porr B, 2022).
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2.19. Procesos Gausianos aplicados a Redes Neurona-
les

Dado que existe una equivalencia entre una arquitectura de aprendizaje profundo con un
proceso gaussiano, Neal, 1996 (Neal, 2012) presenta el marco de trabajo Bayesiano para el
aprendizaje conectando el prior de una red neuronal con el prior como conocimiento formal.
Esta relacion permite utilizar inferencia estadistica para comprension del problema en estudio.

Dada una secuencia S,, para n valores, la probabilidad de obtener un valor z,.; se da por
la expresion bayesiana.

P(Sn|xn+1)P<Xn+1)
P(Sn)

La prediccion de la cantidad x,,; va dada por la inferencia integrando la distribucién
posterior.

P(241]S,) = (2.101)

P(2i1]S,) = / P(211]0)P(0]S,)00 (2.102)

Para conocer que tan exacto o tan cierta es la prediccién se utiliza una funcién de pérdida.

La elecciéon de un modelo simple puede repercutir en un alto bias, en cambio un modelo
mas complejo podria ajustar mejor el error.

En términos estadisticos las redes neuronales se pueden considerar como modelos no pa-
rameétricos.

2.19.1. Modelado de una red multicapa simple

Los resultados de una red MLP se pueden expresar por
() = by + 3 v () (2.103)
J
En que:
h;(x) = tanh(a; + Z WijT;) (2.104)

Las funciones 'h’ representan los nodos de la capa oculta. En que, ademas, a; y by son el
Bias para las unidades de ocultas y de salida respectivamente.

Un modelo de regresiéon con valores reales, la distribucién condicional para los objetivos,
Yk, dada la entrada,x, puede ser definida por una distribucién gaussiana, con media fi(z) y
desviacion estandar oy, se tiene entonces.

Plule) = mi——eap(~(fua) — /20 (2.105

Los pesos y biases en la red estan basados en un conjunto de casos de entrenamiento. Se
minimiza la medida del error, siendo equivalente a conseguir la maxima verosimilitud para
el modelo de ruido gausiano, dado que el log negativo de la verosimilitud de este modelo es
proporcional a la suma de los errores cuadrados. Todo el proceso de entrenamiento considera
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la: backpropagacion.
Desde la aproximacion Bayesiana, la densidad posterior es proporcional al producto de
cualquier prior utilizado.

Dado un nuevo valor 2! la prediccién se puede calcular mediante la integracién de la
distribuciéon de probabilidad prior.

~(n+1
0 = [ a0, 0 POl )Y, () )00 (2.107)
Neural net corresponding to a GP Net corresponding to a GP with a deep kernel
Fixed Fixed Fixed
Inputs Random Inputs Random
1 2

fi T

. h

j‘S T3 , \ ,/ SN “\ \\ .-..___"/ o B j‘s

N S

s h,g:)} i h-gi) ;

Figura 2.19: A la izquierda GP derivada en una capa oculta, a la derecha
multiples capas generan un GP con un kernel profundo, no un deep GP(Du-
venaud y cols., 2016)

La gran familia de redes neuronales se entiende como un conjunto de modelos heuristicos
que definen una distribucién de probabilidad a prior, que establece el sistema como un modelo
de proceso gaussiano (figura 2.19). El objetivo de entrenar una red, definiendo los pardmetros
y bias, sera encontrar la distribucion posterior.

La predicciéon de observaciones con ruido, en que la medicién asume un ruido aditivo sobre
la sefial real, € con varianza o2 | el prior de las observaciones ruidosas es.

cov(yp, yq) = k(x}w mq) + O-iépq (2.108)

En que 6,, es delta de Kronecker, definida por 1 si p = ¢, 0 si no.
La prediccion, entonces, se podra expresar como la combinacion lineal de una serie de
kernels asociados con un parametro « constante.

flz) = iaik(:ri,x*) (2.109)

En que o = (K +021)~'y. Siendo esta una representacion de un proceso gaussiano de una
red.
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En Lam y cols. (2019) se observa que en una red LSTM aplicada a lenguaje natural, en
que se modela un proceso gaussiano genera un efecto positivo en el sentido de mejorar el
valor de las métricas de perplejidad.
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Capitulo 3

Analisis estatico y diseno de modelos

3.1. Exploraciéon de los datos

Este capitulo considera el tratamiento de los datos en dos sentidos o planos de complejidad.

Uno individual a cada fuente, en que el dato crudo es tal cual lo entrega, que contiene
varios campos de informacién se hace una seleccion especifica de los campos referentes a la
posicion en el sistema de coordenadas ECEF.

El segundo consiste en un tratamiento conjunto de datos generados por grupos de fuentes
cercanas. En que es de importancia determinar una correcta asociacién bajo criterios de
patrones similares o estaciones que tengan una alta correlacion entre si.

3.1.0.1. Fuente generadora de datos

El equipo que genera los datos GINSS es, en este caso, de la marca Trimble, utilizando
la técnica de célculo geodésico RTX, que permite un dato de alta precision comparado con
otras tecnologias de medicion de la posicion en tiempo real.

La frecuencia de generacién de datos es cada un segundo (1 hz). Es decir, cada segundo
en cada estacion hay un nuevo dato. Ademéas hay un ajuste de sincronizacién periédico cada
6 segundos aproximadamente, que permite mantener la precision.

El dato se comunica en tiempo real mediante un protocolo de comunicacién privativo
llamado General Serial Output Format (GSOF).

El equipo dispone de una interfaz grafica configurable que permite seleccionar diferentes
8 tablas disponibles, ademés de la informacién base y la frecuencia de generaciénd el dato.

3.1.0.2. Dato original de fuente

El dato que se recibe en binario, a través de gsof, y se convierte a una estructura de datos
de tipo diccionario como la que se puede observar en figura 3.1.

En el dato es posible encontrar diversos campos, en la tabla 3.1 se puede encontrar la
definicién de cada uno.

8 Tablas General Serial Output Format (GSOF) https://receiverhelp.trimble.com/alloy-gnss/en-us/GSOF
messages_ Overview.html
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"DELTA_TIME": 0.935091,
"DT_GEN": "2023-09-10T07:59:59.019000+00:00",
"DT_RECV": "2023-09-10T07:59:59.954000+00:00",
"ECEF": {
"TIMESTAMP": 1694332799.138791,
"X_POS": 1718919.5307764746,
"Y_POS": -5186198.452159204,
"Z_POS": -3279845.9676185185
}
"HEADER": {
"CHECKED": true,
"LENGTH": 114,
"LOW_BATTERY": false,
"MAX_PAGE_INDEX": 0,
"PAGE_INDEX": 0,
"STATUS": 168,
"STX": 2,
"TYPE": 64,
"T_NUM": 126
}
"LATLONHEIGHT": {
"HEIGHT": 46.68877063666977,
"LATITUDE": -0.5436119956490042,
"LONGITUDE": -1.2507497113923698,
"TIMESTAMP": 1694332799.138791
},
"POSITION_VCV": {
"NUM_EPOCHS_VCV": 0,
"POSITION_RMS_ VCV": 8.512575149536133,
"TIMESTAMP": 1694332799.138791,
"UNIT_VAR_VCV": 1,
"WCV_XX": 0.0001965355040738359,
"WCV_XY": -0.00012476563279051334,
"WCV__XZ": 4.032628112327075e-06,
"WCV_YY": 0.0007076954934746027,
"WCV_YZ": 0.0004379991441965103,
"WCV_ZZ": 0.0005822520470246673
},
"TIME": {
"FLAG_1": 191,
"FLAG_2": 35,
"GPS_TIME": 28817000,
"GPS_WEEK": 2279,
"INIT_NUM": 2,
"SVN_NUM": 13,
"TIMESTAMP": 1694332799.138791
}
"TRACE": [
"IPT_0",
"VHIRSWS5A",
"A58U"
1,
"uTC": {
"CT_FLAGS": 3,
"GPS_MS_OF_WEEK": 28817019,
"GPS_WEEK": 2279,
"TIMESTAMP": 1694332799.138791,
"UTC_OFFSET": 18

"id": "5eb1lc3c7-933e-43c3-9da0-254a9bccea3c”

Figura 3.1: Muestra de dato original convertido a diccionario de una estaciéon
GNSS Rtx
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Tabla 3.1: Descripcion de los campos de datos y su relevancia para la trans-
formaciéon a ENU. Los campos relevantes estan marcados.

Campo Descripcion Relevan-
te
DELTA_ TIME Diferencia de tiempo en segundos desde que
se genera hasta que se recibe en el servidor.
DT GEN La marca temporal en tiempo GPS. v
DT _RECV La marca temporal en recepcion.
ECEF Valores principales de posiciéon en un momen- | v’
to especifico.
HEADER Informacion para control y chequeo de men-
saje.
LATLONHEIGHT Informacion de posicionamiento en LAT,
LON y altura.
POSITION_VCV Error de varianza correlacional entre los ejes | v
ECEF.
TIME Valor de tiempo GPS generado. v
TRACE Informacion de equipo fuente.
UuTC Tiempo expresado en UTC.
3.1.0.3. Estructura del dato a trabajar

El dato o unidad de informacion que se genera en sistema de coordenadas ENU, es obtiene
a partir de lo siguiente:

* Valor de posicién referencial de cada estacion.

* Valor de dato original generado en ese momento.

Con esto se obtiene un dato que contiene solo lo necesario para este este estudio y otros
relacionados a sismologia, geodesia y otras ciencias.

"source":"DataWork",

"station":"INCA",

"timestamp":1691294865000,

"dt__gen":"2023-08-06 04:07:45+00:00",

"data":{
"N":{"value":0.1710646671312405,"error":0.011626335206857222},
"E":{"value":-0.025732998963126405,"error":0.011626335206857222},
"U":{"value":-0.25041155964472067,"error":0.011626335206857222} },

"time":{"recv":"2023-08-06 04:07:45.688000-+00:00","delta":0.688038}}

Figura 3.2: Muestra de dato en proyeccién ENU

El significado de cada campo es:
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source Origen del dato calculado, el software que realiza el calculo.
station Cddigo de estacion generadora

timestamp Marca de tiempo UNIX

dt__gen Marca de tiempo expresado

data Diccionario con los valores de la diferencia de desplazamiento entre la referencia y el
valor recibido.

time Diccionario con informacion de tiempo de recepcion.

La unidad de medida es en metro. Los campos value indican la diferencia respecto a la
posicién de referencia registrada (desplazamiento).

3.1.0.4. Metadata de las estaciones

Cada una de las estaciones contiene informacion de nombre, codigo, referencia y otra
relativa a la administracion de la red.

Se ubican geograficamente a lo largo del pais, por lo que es posible visualizarlas en el mapa
de la figura 3.3.

Como se observa, hay estaciones ubicadas a lo largo del borde costero, que son aquellas
que detectan primero una onda sismica que proviene desde la juntura de placas.

Las posiciones descritas en las tablas (3.2)son valores ofuscados para evitar dar la ubicacién
exacta, por lo que se reduce la precision.
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Figura 3.3: Estaciones GNSS instaladas en Chile
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3.1.1. Estudio de data Serie-Tiempo

Cada estacion provee de un flujo (stream) de datos cada segundo, salvo cuando ocurre

alguna desconexion de la red.

value

Estos datos pueden visualizarse mediante un grafico de serie-tiempo como en la figura 3.4.

variable
o 7 _ =) PP o A ’ o o —— data_N_value
N - —— data_E_value
—— data_U_value

0.2

01

-0.

g T M E W R P AN 0 AT A (9

May 23 May 24 May 25 May 26 May 27 May 28 May 29 May 30
2023

dt_gen

Figura 3.4: Serie tiempo para estacion FMCO, 1 semana

El comportamiento de las curvas serie tiempo, en el comin de los tiempos es similar al

observado:

* Cada curva tiene una tendencia a mantener la diferencia respecto a la referencia. Es
decir, mantiene una estacionalidad.

* Se observa ruido en torno al punto medio de la curva

* Se observan perturbaciones o cambios generales que no estdn asociadas a sismos.

En un acercamiento con mayor detalle se define un tramo de tiempo mas corto en la

figura 3.5. La visualizacién de los tres ejes permite observar que se manifiestan patrones de
comportamiento a lo largo del tiempo, cémo que para U muestra una curva que parece ser
un reflejo de N, lo que nos induce a establecer que podrian haber ciertas correlaciones entre
las series de los ejes de la misma estacion.

Serie-Tiempo FMCO

variable

value

18:55 19:00 19:05 19:10 19:15
May 22, 2023

dt_gen

Figura 3.5: Grafica de serie tiempo FMCO, tiempo corto

Asi como también el error en asociado a la senal para cada muestra en figura 3.6:
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0.05 variable

0.04

0.03

value

0.02

0.01

May 23 May 24 May 25 May 26 May 27 May 28 May 29 May 30
2023

dt

Figura 3.6: Error asociado a la secuencia serie-tiempo (FMCO), se observa
un periodicidad del error diariamente de 0.1 a 0.3

Ademas de estos patrones, también se observa un ruido que perturba la senal constante-
mente.

También se puede observar, mediante un grafico de caja en la figura 3.8, que mantiene
una estacionalidad en torno al valor 0.0, es decir se mantiene estable en torno al punto de
referencia. La variabilidad se podria explicar por algiin fenémeno periédico como efecto de
las mareas o la periodicidad de los satélites que envian la senal.
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Figura 3.7: Gréfica de cajas de serie tiempo UTAR, tiempo acotado
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Respecto a que tanto depende el valor actual de los anteriores, comprendiendo que cada
parametro es una variable aleatoria definida dependiente de sus valores anteriores. Se tiene,
para un tiempo t, por cada serie.

P(xt) = P(xt‘xt—17 Tt—2y -eny xk:) (31)

Para encontrar un k adecuado, dado que no se dispone de la informacién inicial real, sino
desde el momento en que se realiza la medicion, es posible hacer un estudio de la autoco-
rrelacion, que determina una curva descendiente, en que para tener un valor superior a 0.6,
que podria considerarse adecuado, serian necesarios 300 puntos o segundos de informacién
en lo ejes N y U, pero en E basta con 40, que es el eje de mayor interés para la sismologia en
Chile.

0.02 ko L

f f A |
1\‘ J' |'|,‘, y\‘\ |H ‘.w‘t ’f"u‘ \\‘ | | ‘II“)- ““1.‘ "l‘l“lll‘

LA b i ML Al li : 1
K J’"l"lqh "‘Jl Y “I"" "[, N\‘”" ""‘!Ilv‘ U \” ||‘ Ml( 'l "\l hlf !L” u ‘l' I i ||]l 'J |y r i \,.l‘ it Y “1

50 100 150 200 250 300 350 400 450

° i II A “l"‘w"‘ .I.‘ MoA L |J
. Ll,r “ I\ a.“ by \1' J,,_J." .4“,”_,,.4“,} 'llp-"\i “.‘ I'Mh"," ?‘,H"‘“L"‘ ,H‘,l.“.'”",'l " i .\"‘f my '|‘“r""‘|j"ﬂ1" \““" ’“”W it ,u ‘ h“ ‘ -“ ‘Uwan..* I

-0.02

50 100 150 200 250 300 350 400 450

oo 50 100 150 200 250 300 350 400 450

Figura 3.8: Grafica de autocorrelacién, para toda la serie FMCO

Este es un valor importante, ya que permite afinar el tamano de buffer de cada serie para
el presente estudio. Ademas, se observa que se tienen periodicidades cada unas seis posiciones.

3.2. Descomposicién Serie-Tiempo

Para encontrar una mejor expresion de las secuencias serie-tiempo estudiadas, se hace un
analisis que nos permitira describir la composicion de estas:

- tendencia - periodicidad - estacionalidad - ruido

Encontrando una descomposiciéon adecuada se hace mas sencillo generar un modelo pre-
dictor y que ademas sea lo mas general posible.

68



Aplicado el operador B (backshifted) para ir descomponiendo de manera estindar la
secuencia serie-tiempo en sus caracteristicas principales.

Wt = :&t = (]_ — B)Qyt (32)

Al extraer la tendencia las secuencias se ajustan a un valor central en 0 (figura 3.9), lo
que es conveniente, ya que esto aporta a estandarizar las secuencias a nivel general y poder
omitir la constante de ajuste de la posicion de referencia.

variable

— N_trend
——— E_trend
— U_trend

value

May 23 May 24 May 25 May 26 May 27 May 28

May 29 May 30

dt

Figura 3.9: Secuencia ST FMCO sin la tendencia, centrada en 0

La tendencia muestra claramente el desplazamiento de la referencia para cada eje que
es diferente (figura 3.10). Este desplazamiento se debe a imprecisiones en el registro de la

posicién de referencia y que, con el tiempo, ocurren desplazamientos minimos que requieren
una actualizacion de este valor.

Tendencia Serie-Tiempo UTAR

variable

= N_trend
—— E_trend
— U_trend

value

May 23 May 24 May 25 May 26 May 27 May 28 May 29

May 30

dt

Figura 3.10: Secuencia de tendencia ST FMCO

Nuevamente, si se observa la serie-tiempo sin la tendencia seré posible destacar la evidencia
de una periodicidad (que también aparece en cada estacién) y se puede asociar a un efecto
instrumental para el ajuste del calculo.
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N_backshifted

E_backshifted

U_backshifted

-0.02

Figura 3.11: Autocorrelacién serie-tiempo sin la tendencia

Con esto se postula la aplicacién de una operacién backshifted que permita extraer las
periodicidades de la secuencia.

;= (1 — B%w, (3.3)

Evidentemente, se genera una extraccion del componente periédico de mayor importancia,
generando una mayor independencia entre cada punto de la secuencia serie-tiempo (figura
3.12).
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Figura 3.12: Autocorrelacién serie-tiempo sin la tendencia y sin periodicidad
de 6s

Con esto, corresponde también realizar un analisis espectral de la frecuencia, considerando
que el stream de datos es un proceso estocastico y puede escribirse como la suma de senos y
COSenos.

= é\f: [ancos(wpt) + bysin(w,t)] (3.4)
En que: :
1. n :: es la media de la serie.
2. Wy, = QWT” . frecuencias naturales, si T par, N =T/2, y si T es impoar N = %

Los coeficientes a; y b; son la amplitud asociada a cada funcién, y te un indice que va de
1aN.
Estos coeficientes obedecen a la siguiente férmula para cada parametro a,,.

2) T
an = 7 Z n)cos(wyt) (3.5)
Y la siguiente para los parametros b,.
9 T
b, = T ;(Xy — n)cos(wy,t) (3.6)
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Considerando que la mayor frecuencia observable de la serie corresponde a medio ciclo por
unidad de tiempo (frecuencia Nyquist).
En un andlisis armoénico, a, y b, son variables aleatorias con:

E(a,) = E(b,) =0
E(apna,) = E(byb,) = 02(m =n) (3.7)
E(ana,) = E(byb,) = o°(m! =n)
E(an,by,) =0

Le generacion de la secuencia filtrada con FF'T permitira obtener una serie-tiempo target
que, ademas de suavizar cada secuencia, extrae aquellos factores de ruido que no son de
interés para este estudio. Se puede observar en la figura 3.13 que mantiene la coherencia de
la senal original pero sin exponerse a los efectos del ruido de alta frecuencia.
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Figura 3.13: Secuencia Serie-Tiempo Backshifted + Sin-periodicidad, con
secuencia FFT filtro de ruido

En resumen, cada secuencia serie-tiempo de cada estacién se puede desglosar en sus com-
ponentes principales (tendencia, periodicidad, residuo).

=T +P+R (3.8)
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Tabla 3.2: Localizacién (ofuscada) de estaciones GNSS

Cédigo Longitud Latitud Cédigo Longitud Latitud
PTRE -69.5743 -18.1943 CMB2 -71.0006 -31.2036
CHYT -70.3421 -18.3708 CNBA -71.4580 -31.3982
PCCL -70.1067 -18.4577 LVIL -71.5138 -31.9092
TACR -70.3329 -18.4797 SLM1 -70.9745 -32.0434
UTAR -70.2965 -18.4906 ZAPA -71.4656 -32.5528
CMRC -70.3282 -18.6142 CTPC -71.2976 -32.5611
SURI -69.1434 -18.8538 ROB1 -71.0158 -32.9758
MNMI -69.5956 -19.1314 TRPD -71.6475 -33.0228
ATJN -70.1368 -19.3008 QTAY -71.7022 -33.1927
PSGA -70.1230 -19.5974 SMAR -70.5372 -33.2727
FBAQ -69.7554 -20.1346 QSCO -71.7019 -33.3919
CGTC -70.0690 -20.1771 CALN -70.5372 -33.3980
UAPE -70.1413 -20.2430 DGF1 -70.6617 -33.4573
PICC -69.3346 -20.4898 CCSN -70.6640 -33.4632
GTA1 -70.1807 -20.5657 RCSD -71.6135 -33.6544
PATH -70.1527 -20.8208 TLGT -70.9888 -33.7763
CRSC -70.0798 -20.9177 NAVI -71.8246 -33.9527
CLLA -69.3566 -20.9545 CHDA -70.6090 -33.9890
ELOA -70.0568 -21.4249 RAPL -71.5799 -34.0405
RADO -68.9268 -22.0829 CRAP -71.5888 -34.0416
MCLA -70.2475 -22.7458 PCMU -71.9612 -34.4962
SRGD -69.3478 -22.8711 SBLL -70.7807 -34.7921
VLZL -69.9647 -23.1172 ILOC -72.1790 -34.9488
JRGN -70.5749 -23.2889 HLN2 -71.9302 -35.0099
PB19 -69.3023 -23.8967 CONS -72.4122 -35.3310
CRIS -70.3868 -24.1679 PELL -72.6056 -35.8279
PAPO -70.4953 -25.1083 QLAP -72.1255 -36.0845
TLT2 -70.4751 -25.3913 VITA -72.8647 -36.4236
CIFU -70.6470 -25.6526 CLL1 -72.0800 -36.5951
PAZU -70.5987 -26.1479 HLPN -73.1902 -36.7478
FMCO -70.6943 -26.5790 CONZ -73.0255 -36.8438
INCA -69.9128 -26.7459 PLVP -73.5850 -37.1488
BING -70.8575 -27.1326 PECL -73.6506 -37.6870
TAMR -70.2346 -27.5938 IMCH -73.8853 -38.4120
LLCH -71.0815 -28.1903 TMCO -72.6137 -38.7648
HSCO -71.2266 -28.4615 SAAV -73.3834 -38.7916
VALL -70.7644 -28.5720 PGLL -72.3455 -39.6322
TRST -70.2738 -28.8363 PUCA -73.7350 -40.5864
CRZL -71.4097 -29.1016 MUER -73.4713 -41.4052
SILL -70.7387 -29.2549 LNCM -73.6282 -42.2151
LHOR -71.2975 -29.5759 QLLN -73.6642 -43.1142
LSCH -71.2460 -29.9082 UDAT -70.5749 -43.4738
JUNT -70.0936 -29.9766 RMBA -72.9533 -43.7751
TOLO -70.8061 -30.1699 CHAC -72.7894 -45.4504
PVCA -71.6232 -30.2675 IRSC -71.5698 -52.8574
PFRJ -71.6354 -30.6747 PARC -70.8799 -53.1370
PEDR -70.6891 -30.8390 PTAR -71.0496 -53.1552
EMAT -71.6627 -31.1467 PWIL -67.6304 -54.9322
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Capitulo 4

Diseno e Implementacién de los
modelos

En este capitulo se describe el disefio base y la metodologia llevada a cabo para entrenar
los modelos, los hiperpardametros seleccionados, funciéon de optimizacién y razonamientos
realizados en el proceso.

En primero lugar, es necesario recalcar que se intenta encontrar un modelo que pueda
ser aplicado de manera general a toda la red. Sin embargo, se realizard una aproximacion
progresiva a la generalizacion.

La estrategia a seguir serd entonces realizar entrenamientos localizados en estaciones es-
pecificas e ir evaluando con esto la posible generalizacién del modelo.

Criterios a analizar:

1. Entrenamiento focalizado

2. Entrenamiento sobre un grupo aleatorio

3. Entrenamiento general

Los factores a considerar seran:

1. Tiempo que demora del entrenamiento

2. Tiempo que demora en entregar una prediccion
3. Hiperparametros y ajustes

Dado que se esta tratando de realizar una regresion y prediccion de serie-tiempo sera de
utilidad considerar las siguientes métricas:

1. Minimos cuadrados (MSE)
2. Dynamic Time Warping
3. Akaike Information Criterion corrected (AICc)

4. Bayesian Information Criterion (BIC)
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El andlisis de cobertura consistira en evaluar el impacto predictivo de cada modelo segin
la distancia. A partir de un nodo (una estacién) y su modelo asociado se evaluard como se
comporta el modelo con estaciones ubicadas a diferentes distancias. Asi sera posible definir
un area de cobertura para el modelo en que sus resultados predictivos sean aceptables.

Con esto, se podra definir un grupo especifico de estaciones en que el modelo tenga un
comportamiento predictivo similar, haciendo posible entrenar un modelo ya no especifico a
la estacion sino un modelo de cobertura asociado a la zona que cubre el grupo de estaciones.

El procedimiento para entrenar modelo es:

* Selecciéon de estacion: por ejemplo UTAR.
* Seleccién de grupo de estaciones.
* Entrenamiento general.

Se definen los conjuntos de entrenamiento, previamiente separados cada dataset en 15
secciones (cada 12 horas).

e entrenamiento : de 0 a 11
e test : 11 y 12
* validacion : 12 y 14

Se considera ademas la inclusién de dropout = 10 % y funciones de activacién tanh y relu
en la etapa previa a la salida.

Las funciones de normalizaciéon para las caracteristicas seran las siguientes.

Normalizacion del tiempo, segundos del dia:

B = A/24 % 60 % 60 (4.1)

Normalizacion de los valores en la secuencia serie-tiempo.

top = 0.15

B = A/top (42)

Normalizacion de la distancia en la tierra. Considerando 100 mil metros como un radio
medio de referencia.

R =100_000 (4.3)
B=A/R '
Normalizacién de la posicién (lat, lon, altura), expresandas en (deg, deg, m).
LAT = LAT/180
LON = LON/180 (4.4)

H = H/9000

(0]



Los hiperparametros de entrenamiento inicial son, ajustables para cada experimento, en
tabla 4.1.

Tabla 4.1: Hiperparametros y configuraciones del modelo

Parametro Valor
Learning rate () 0.001
Momentum (p) 2.2
Batch size train 1024/256
Batch size test 512/128
Epochs 1
Window 120
Future 60

4.1. Componentes de modelo

En esta seccién se definen e implementan modelos ya estudiados en la literatura y se
desarrolla una propuesta de componentes para cada modelo en que se trabajara en esta tesis.

Es importante destacar la estrategia de ordenamiento del dataset que permita la deteccién
de los diversos patrones de interés mediante la definiciéon de una estructura de datos adecuada
e interpretable.

4.1.1. Repositorio de software implementado

El software implementado para este trabajo es accesible libremente mediante la siguiente
direccién al repositorio de la plataforma gitlab.

Software GNSS DL https://gitlab.com/pineiden/gnss-ml-v2.git

Considera una estructura ordenada de directorios en que se definen clases, funciones y
scripts de operacion para los distintos experimentos realizados.

* cobertura
* dataload
* datasets
* dataslice
* evaluate
* funciones

¢ managers

models
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notebooks
* scripts
* tests

* train
Los requisitos basicos para operar son:

1. Python 3.10
2. Tarjeta Grafica NVidia (GPU)

Para realizar la instalacion y hacer pruebas sera necesario leer README.md que es la
documentacién bésica para utilizar el software.

Contiene las clases que definen los modelos, iteradores, dataloaders y funciones para en-
trenar y evaluar la evolucién del modelo.

En el anexo I es posible encontrar la definiciéon de estos modelos y la arquitectura desa-
rrollada.

4.1.2. Modelo de Regresion y predicciéon

Se definen distintos modelos para realizar la tarea de Regresién, es decir interpretar un
tramo de la serie tiempo de cada eje y producir otra en que el ruido haya sido filtrado, ademas
la tarea de prediccidn (forecasting) que estima el comportamiento de la serie tiempo en un
futuro cercano, dado los valores de la serie entregada.

Dada una serie-tiempo de datos de una estacion, en conjunto con sus vecinos, es posible
aplicar un filtro de ruido que permita mejorar la deteccién de comportamientos que podrian
ser no detectables a simple vista.

Consiste en la aplicacion de diversas etapas que extraigan las caracteristicas principales
de la senal, como por ejemplo la convolucién sobre el conjunto de estaciones cercanas, luego
aplicacion de una red neuronal que permita entregar la sefial decodificada con reducciéon del
ruido.

4.1.3. Modelo de grafos por vecindad.

Se tiene una red de sensores que se puede representar como un modelo de grafos, cada
sensor es un nodo y los ejes seran definidos por su vecindad.

La ubicacién geografica de cada estacion posee coordenadas especificas, lo que permite
evaluar la distancia entre cada una de ellas.

Se observa en los datos una correlacién entre estaciones ubicadas en proximidades, por
lo que se define que tnicamente las primeras M estaciones més cercanas seran consideradas
para la formacién de un conjunto de series temporales con proposito de entrenamiento.

Se establece un modelo de grafos sobre la red y la definicion de una distancia, en este
caso se utilizara una distancia euclidiana que permite tener una medida simple y con esto
un ranking de cercania.
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El objetivo de definir estos conjuntos de cercania a cada estacion es extraer tramos equiva-
lentes de tiempo del conjunto y aplicar una extraccién de caracteristicas como la convolucion
sobre todas las estaciones y sus ejes (N,E,U).

Asi serd posible definir un conjunto de sensores vecinos a uno central. Se define asi el
sensor-foco ya que la medicién que cubren en conjunto corresponderd a un area focal, cuya
medicion general estara referida al sensor central.

Se establecen tres diferentes conjuntos por vecindad. Este procedimiento se realiza en
el notebook distance__matrix_ grafos. Tomando la geolocalizaciéon de cada estacion, se
establece una clasificacién en base a la distancia,

first primeras cuatro estaciones
second segundas cuatro estaciones

random seleccion aleatoria entres las primeras diez

Esta estrategia permite definir una matriz de datos de MxT en que T es la cantidad
de segundos seleccionados por tramo. Ademas de que en cada conjunto seleccionado hay un
desplazamiento de K segundos para cada nuevo dataset, para dar una idea de esta estructura
revisar figura 4.1. Permitiendo de esta manera crear un conjunto de datasets que podria
considerarse también como data augmentation, pero llamaremos N-composicién a esta

modalidad.

vOo vli1 S v2 v3

Figura 4.1: Composicion de secuencias serie-tiempo sensor-foco, representa-
cién matricial a la izquierda, representacion de grafo a la derecha

Ademads como data augmentation se debe considerar la estrategia de tomar segundos
niveles de distancia, para modelar casos en que no se tengan datos de estaciones, se agreguen
estaciones, o evaluar refinamientos.
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Con esto se define la salida como el conjunto de datos especifico de la estacion a estudiar
aplicando un filtro de ruido por transformada de Fourier (notebook analisis_fourier) °

Un criterio de disefio a considerar es que el tamano de ventana del kernel de convolucién
debe ser una fraccion mas pequeno que la ventana aplicada a la serie de datos Y. De esta
manera el ajuste de sensibilidad sobre los parametros de entrenamientos permitira realizar
una tarea de prediccién adecuada.

Preparados los datos de esta manera serd posible entrenar un conjunto de maquinas que
tengan dos caracteristicas de interés:

e Filtro de senal
e Prediccién al futuro

Se evaluaran las capacidades de los modelos dado el dataset disponible.

4.1.4. Algoritmo para la gestion de memoria.

La magnitud del dataset de entrenamiento para los modelos es significativa, llegando a los
10GB para contener datos de una semana para el conjunto completo de estaciones.

En este sentido las primeras pruebas mostraron la necesidad de crear un método que
permitiera cargar los datos de manera regulada a medida que se necesiten.

Esto se hace posible ya que se parte con el modelo de grafos por vecindad y se realiza una
lectura de los archivos de cada estacion en orden norte a sur.

El algoritmo implementado permite ir moviendo un foco de uso del conjunto de estaciones
cuyos datasets deben permanecer en memoria, liberandola a medida que deje de necesitarse
una estacién en particular.

Para eso se tiene un mapa diccionario de modos de agrupacion asociado a un mapa dic-
cionario de grupos de estaciones vecinas.

Require: Mapping G|k, g]

Require: Mapping counter C'k, l;]
for code, group < G.items() do
dataset < read(group);
yield: batched(dataset)
discount(C, group);
end

Algoritmo 1: Algoritmo de carga de datos algoritmo_ pocoapoco.py

Con esto en cuenta, se realiza un mapa diccionario de la cantidad de veces que se ocupa
cada estacion.

Una vez procesando los datos y entrenando los modelos, se va descartando del contador
cada estacién (c6digo) correspondiente. Asi, el dataset cargado a memoria en un mapa dic-
cionario buffer teniendo cargado estos datos, se descartan cuando el contador llega a cero

(0).

9 Implementacién de filtro FFT para extraccién de ruido https://www.kaggle.com/code/theoviel /fast-fouri
er-transform-denoising
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Esta solucién resulta ser efectiva para el objetivo de entrenar maquinas de aprendizaje,
ya que se integra con facilidad en el flujo de trabajo de este proyecto.

4.1.5. Etapa de convolucién sobre Serie-Tiempo

En conjunto, la estacion y sus vecinas permiten definir mediante convolucién con un kernel
una serie de caracteristicas serializadas que pueden entrar a una red neuronal.

El dataset se debe preparar de tal manera que en la centralidad de cada conjunto este la
estacion a estudiar y en las posiciones laterales las serie tiempo de las estaciones vecinas.

La aplicacién del kernel opera de manera similar a aplicarlo sobre una imagen, en este
caso se tendran la cantidad de canales de profundidad dependiendo de la N-composicién
y M columnas, con la estacion de estudio en el centro. En el caso de este trabajo, solo se
aplicard sobre (N=1) capa y series tiempo con valores de distancia.

Ademas, teniendo en consideracién que contamos con tres ejes (N-E-U), se debera realizar
el mismo procedimiento de entrenar un modelo para cada uno de estos.

Con esto, al aplicarse el kernel se tendra un vector de una columna por cada eje (N-E-U).

En el estudio de los modelos se definira la cantidad de capas en convolucién que seran
aplicadas.

Se debe considerar ademas un factor de dropout que apague de manera aleatoria algunos
parametros, de manera tal que simule momentos en que no se han obtenido datos (por
desconexién u otra causa).

4.1.6. Dataloaders

La creacion de la clase Dataloader permitira gestionar la lectura de los archivos con datos
de cada estacion de manera adecuada y acotada a lo que se necesitara en el entrenamiento
del modelo.

Debe considerar que la lectura debe ser eficiente para evitar colapsos en el uso de la
memoria computacional, por lo que cada archivo leido debe permanecer solamente para los
conjuntos en que usara.

Esta clase debe definir una ventana de tiempo sobre la ctial se hace la observacion en el
modelo, es decir un tramo de tiempo suficientemente grande para extraer las caracteristicas
de mayor frecuencia pero suficientemente pequeno para ser gestionable en el modelo y la
capacidad computacional.

Ademas, debe ser capaz de gestionar el modelo de grafos por vecindad. En que primero
se construyen los conjuntos de vecidades bajo diferentes categorias y el acceso a los archivos
se hace en base al criterio obtenido por estos conjuntos.

Para eso se define el algoritmo anteriormente descrito de lectura que pueda gestionar estos
recursos, manteniendo en memoria la data de cada estacién solamente mientras sea necesaria.

Esta clase contiene el arreglo de grupos de estaciones asociadas mediante la definicién de
grafo y sus vecinos. Haciendo referencia a los archivos ”.data”.

4.1.7. Etapa de red neuronal

Las redes neuronales a considerar para el entrenamiento de los datos gnss se consideran
de la siguiente manera:
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CNN + Fully Connected Lineal Test una red simple con un dataset recortado para pro-
bar que el algoritmo opere correctamente.

CNN + Fully Connected Lineal una red simple que no considerar la correlacion tempo-
ral hacia el pasado, tomando cada valor como independiente. Se considerara este modelo
como la linea base.

RNN/LSTM Es una red que aplica una mayor inteligencia a la dependencia con valores
anteriores. Siendo una red de tipo recurrente, permite obtener resultados satisfactorios
pero limitados por la recursividad.

Transformers Es un tipo de red moderno, en estado del arte, que permite establecer las
relaciones de dependencia con los valores anteriores y ademas es capaz de utilizar recursos
de GPU en paralelo.

4.2. Definicion de etapa convolucional CNN.

Una convolucién es una operacion entre un bloque de entradas, en este caso el conjunto
de senales de la estacién y sus vecinas, con uno o méas kernels que operan como filtros.

Esta operacion, en conjunto con las siguientes etapas de la red neuronal, permiten realizar
una operacion de extraccion de caracteristicas a la entrada. En términos matematicos, permite
pasar desde una matriz N * M a un vector Wx1, en que necesariamente W >= N x M,

Cada uno de los kernel consiste en una matriz cuyos valores se van ajustando con el
entrenamiento del modelo, la convolucién sobre cada punto (para no llamarlo pixel) de la
matriz entregard un valor compuesto que caracteriza la localidad. En este caso se compone
de valores en el tiempo de si misma y de las estaciones vecinas en el mismo tramo de tiempo.

La etapa de convolucion produce un mapa de activacion, y este puede ser el resultado
de una o mas etapas de convolucién en cascada. Se espera que estas caracteristicas tengan
relacién con la periodicidad, comportamientos locales y otros patrones que podrian existir.
El resultado final de esta operacion debe ser un vector de valores de entrada para la siguiente
etapa.

4.2.1. Optimizadores
Se evalian dos optimizadores conocidos como SGD y ADAM

1. Adam Ayuda a converger mas rapido.

2. SGD Generaliza mejor la soluciéon encontrada

Una comparativa de ambos optimizadores se observa en el articulo A guide to improving
CNNs optimizer’ °

10 Comparativa Adam vs SGD https://medium.com/geekculture/a-2021-guide-to-improving-cnns-optimizer
s-adam-vs-sgd-495848ac6008
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4.2.1.1. Criterio de pérdida

Para problemas de regresién en series temporales, donde el objetivo es predecir valores
numeéricos continuos en lugar de clases discretas, se dispone principalmente de MSE y DTW.

En su lugar, para problemas de regresion en series temporales, algunas opciones comunes
de funciones de pérdida son:

Mean Squared Error (MSE) Es la forma de calcular la pérdida més comtn en problemas
de regresion. Calcula el promedio de las diferencias al cuadrado entre las predicciones y
los valores reales.

Classic Dynamic Time Warping Mejora el ajuste del modelo comparado con MSE al
comparar la forma de la onda y entregar una métrica de similaridad entre las ondas
comparadas.

4.3. Modelo Base

A manera general se propone un modelo esquemético, que considera la inclusién de los
datos, que contiene un vector de tiempo (ordenado segin en segundos del dia), una matriz
de datos del grupo asociado, distancias a estaciéon, posicion y valor representativo del codigo
de estacién (onehot).

La matriz de datos serie-tiempo se inserta en la capa CNN para extraer sus caracteristicas
y su salida se concatena con el vector de tiempo normalizado, posicion, distancia y onehot.
Esto entra en la etapa de red para ser procesada como una red fully connected.

La composicion esperada de esta arquitectura permite procesar la matriz de serie-tiempo
asociada bajo una convolucién que termina produciendo un vector de caracteristicas que
puede ser acoplado junto al resto de la informacion de interés. Se puede considerar esta etapa
como una etapa de preparacién que estd integrada a la arquitectura.

Con esta arquitectura se planifica la realicacion de diferentes pruebas y ajustes de hiper-
parametros con el fin de encontrar los mejores resultados con este modelo.

En la figura 4.2 se puede observar la arquitectura que el modelo base (en abstracto)
contiene:

1. capa CNN (convolucional).
2. vector de tiempo: 120 s.

vector de posicion de cada estacion: 3x5.

- W

vector de distancias de cada estacion: 1x5.

ot

one hot cédigo estacion: 8.
etapa MLP.

salida regresion 120s.

® N>

forecasting de 60s.
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Figura 4.2: Modelo base CNN con Deep Learning

Este modelo se define con el fin de establecer una linea base de parametros para comparar
los otros modelos estudiados. Con esta misma arquitectura se estudian tres variantes.

1. Solo valores de medicién del grupo de una estacion.
2. Seleccion aleatoria de estaciones de la red.

3. Entrenamiento sobre la cobertura total.
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Cada variante tiene el objetivo de encontrar alguna forma de evaluar la fortaleza del
modelo frente a datasets que son producidos por diferentes fuentes, pero que mantienen la
misma estructura y estan ubicados en diferentes posiciones. El producto ideal es que el mismo
modelo entrenado sea tan flexible que pueda ser aplicado en todo el territorio.

4.4. Modelo Baseline: CNN + Multicapa

La definicion de este modelo se entrenara con los siguientes hiperparametros.

Segundos a considerar 7" = 120, generando una prediccién a futuro de 7y = 60, por lo que
el modelo serd entrenado para entregar una secuencia de 7"+ T = 180.

La capa de convolucion entregard un vector de Z = 9796, que se concatena con los vectores
de tiempo, posicion y distancia que se anaden a la salida de la convolucién. A partir de aqui
se procede a operar una secuencia de una etapa de red fully connected hasta la salida de
prediccion.

Ahora bien, para estimar la cantidad de parametros que contiene la arquitectura de este
modelo, de manera desglosada se tendra:

En la etapa CNN, considerando los parametros.

e K} es la altura del kernel.

e K, es el ancho del kernel.

e (y, es el numero de canales de entrada.
e (uut es el numero de canales de salida.

* El término +1 corresponde al sesgo (bias) en cada filtro.

En las capas lineales fully connected.

P=(Kpx Ky, XCiph+1) X Cout (4.5)
Teniendo tres capas que procesan la matrix de 120 x 5. Stride (1 x 1) y padding 0.

Capa 1 Conv2d El kernel (3 x 3).

Poony(1) =(3%3%x1+4+1)%8 =280 (4.6)

Capa 2 Conv2d El kernel (1 x 1).

Proono(2) = (1% 1% 8+ 1) % 48 = 432 (4.7)

Capa 3 Conv2d El kernel (1 x 1).

Poonw(3) = (1% 1 %48 + 1) * 164 = 8036 (4.8)
En resumen, el tamano de la etapa convolucional considera:
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Luego, para la etapa MLP fully connected se tiene.

fcl
Pfc(l) = (9824 x 7200) + 7200 = 70740000 (4.10)

fc2
Pfc(l) = (7200 x 2160) + 2160 = 15554160 (4.11)

fc3
P (1) = (2160 x 180) 4+ 180 = 388980 (4.12)

El total de parametros que determinan esta etapa son:

Prup = 86683140 (4.13)

Por lo tanto, el modelo que presenta una arquitectura combinada CNN+MLP tendra:

Piotat = Penn + Prip = 86691688 (4.14)

4.5. Modelo RNN/LSTM

Dada una secuencia de entrada, determinada por una secuencia serie-tiempo con la infor-
maciéon del dataset ordenada, se implementa una red recurrente que tiene memoria a corto y
a largo plazo de manera selectiva (LSTM: long short-term memory).

Se implementa una arquitectura que tenga como entrada una matriz con las serie-tiempo
del grupo y sus valores caracteristicos como distancia, tiempo y posicion. Se definen en
cascada varias etapas de bloques LSTM bidireccionales que operan como extractor de carac-
teristicas.

MLP

ts posicién

vO0 vl1 S v2 v3

RNN/LSTM

Figura 4.4: Propuesta arquitectura LSTM

A la salida de la ultima LSTM se conecta a una etapa de red neuronal fully connected
para entegar la serie predicha 4.4.
Entre los atributos de esta arquitectura se cuenta:
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Figura 4.3: CNN/RNN-LSTM

Legend:

1. Entrada de secuencia 120s
2. Es bidireccional.

3. LSTM de tres (3) capas.
4. Regresion de 120s.

5. forecasting de 60s.

La configuracion de este modelo se diferencia en que no tiene capa convolucional, en reem-
plazo se definen tres (3) capas LSTM concatenadas en cascada. Estas tres capas realizardn el
trabajo de extraer las distintas caracteristicas de la serie-tiempo, considerando las relaciones
de contexto que ocurren cuando existe una correlacién secuencial.

En otros parametros de ajuste se tiene.

1. dropout ajustado al 15 %.
2. capa LSTM de 3 niveles.
bidireccional.

con puerta de memoria para olvidar.

AR

capa MLP fully connected de salida.
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Para estimar la cantidad de parametros del modelo es necesario conocer cuantos parame-
tros contiene cada capa. Considerando la arquitectura del modelo se tendra:
Para cada capa LSTM bidireccional:

Prsra(n) =4 x ((input__dim + hidden__dim) x hidden__dim + hidden__dim)  (4.15)
Para las capas fully connected:
Prc(n) = input__dim»output__dim + output__dim (4.16)

En resumen, cada capa tendra la siguiente cantidad de parametros:

Capa 1 LSTM
Prsra(1l) = 4% ((120 + 180) * 180 4 180) = 216720 (4.17)

Capa 2 y 3 LSTM

Prsrar(2) = 4% (360 + 180) % 180 + 180) = 389520 (4.18)

Capa Fully Connected 1

Prsrar(1) = 180 1080 + 1080 = 195480 (4.19)

Capa Fully Connected 1

Prorar(2) = 1080 * 180 + 180 = 194580 (4.20)

Por lo tanto, el total de parametros que contiene este modelo es de: 1385820. Este valor
serd de utilidad para calcular las métricas AIC, AICc y BIC.

4.6. Modelo Transformer

Dada una secuencia de entrada, determinada por una secuencia serie-tiempo con la infor-
macion del dataset ordenada, se implementa una red transformer.

Esta arquitectura se focaliza en un Encoder Posicional especializado que otorga un
mayor peso a las mediciones de los ultimos segundos, considerando ademas el ajuste por
entrenamiento de los pardmetros asociados a cada posicion.

En el contexto de la arquitectura Transformer, los elementos clave incluyen la codificacién
posicional y las estructuras fundamentales del codificador y decodificador. A continuacién,
se describe detalladamente cada componente y se proporciona un calculo exhaustivo de los
parametros totales de la arquitectura, siguiendo convenciones académicas.

4.6.1. Codificaciéon Posicional

Los Transformers, por su diseno intrinseco, carecen de capacidad para procesar secuencias
con dependencias de orden temporal o espacial debido a la naturaleza de las capas de auto-
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atencion. Para remediar esta limitacion, se introduce la codificacién posicional, que incorpora
informacion de la posicion relativa de los tokens dentro de la secuencia.

4.6.1.1. Implementacién y Variaciones

La implementacién de una arquitectura de transformers considera:

Codificaciéon Posicional Fija Utiliza funciones trigonométricas alternas para codificar las
posiciones, aplicando senos y cosenos con frecuencias que disminuyen exponencialmente
a lo largo de las dimensiones del espacio de embebido. Ademas se incluye un codificador
exponencial que otorga mayor importancia a los tltimos valores. Esta metodologia esta
diseniada para permitir que el modelo capture relaciones de largo alcance efectivamente.

Codificacién Posicional Aprendible En lugar de utilizar valores fijos, esta variante em-
plea embeddings posicionales que son optimizados durante el proceso de entrenamiento,
ofreciendo una flexibilidad adicional que puede ser ventajosa dependiendo de las espe-
cificidades de la tarea.

4.6.1.2. Fundamentos de la Inclusién del Término Exponencial

Diversificacion de Patrones de Codificacién La codificacion posicional clasica, que al-
terna entre funciones seno y coseno con frecuencias que varian logaritmicamente, propor-
ciona una base efectiva para modelos que necesitan interpretar dependencias a diferentes
escalas temporales. Sin embargo, esta codificaciéon puede limitarse a capturar inicamen-
te ciclos y periodicidades. La adicién de un componente exponencial introduce un nuevo
patron de variacién que puede ser particularmente util para modelar fenémenos que no
son ciclicos sino que crecen o decaen de manera exponencial a lo largo del tiempo.

Mejora de la Capacidad de Generalizacién Al incorporar un término exponencial en
la codificacién posicional, se ofrece al modelo una herramienta adicional para aprender
y diferenciar posiciones dentro de secuencias largas de manera mas efectiva. Esto es par-
ticularmente relevante en tareas donde la importancia de los elementos puede aumentar
o disminuir exponencialmente con respecto a su posicion en la secuencia.

Facilitaciéon de la Aprendizaje de Dependencias a Largo Plazo Los términos expo-
nenciales pueden ayudar a los modelos a ponderar de manera diferencial la relevancia de
las posiciones segiin su distancia, lo cual es critico en escenarios donde las dependencias
no son uniformes a lo largo de la secuencia.

4.6.2. Arquitectura del Transformer

El Transformer se compone de un codificador y un decodificador, cada uno con multiples
capas que procesan la entrada de manera secuencial.

4.6.2.1. Codificador

Capas de Auto-atencion Cada token en la entrada puede influir en la representacion de
cualquier otro token, independientemente de la distancia secuencial entre ellos, gracias
a la mecanizacion de la atencién.
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Red Feed-Forward Puntual Después de la atencién, cada posicion pasa a través de una
red completamente conectada, que es idéntica para todas las posiciones, asegurando la
uniformidad del tratamiento a lo largo de la secuencia.

4.6.2.2. Decodificador

Auto-atencion con Mascara Previene la fuga de informaciéon futuro a las predicciones
actuales o pasadas durante el entrenamiento, esencial para tareas predictivas.

Atencion del Codificador al Decodificador Facilita que cada posicion en el decodifica-
dor pondere la importancia de todas las posiciones en las serie de entrada, enriqueciendo
la capacidad del modelo para contextualizar y sintetizar la informacion recibida del co-
dificador.

4.6.3. Calculo de Parametros

Para una estimacion rigurosa de los parametros en una arquitectura Transformer tipica,
consideremos:

Dimensiones de Entrada y Salida (input_ dim y output__dim) La entrada es de 120 y
la salida de 180 ya que considera el filtro de ese tramo de tiempo y la prediccion a futuro.

Dimensién Interna del Feed-Forward (dim__feedforward) Representa la expansion in-
terna dentro de las capas feed-forward.

Numero de Cabezas de Atencién (nhead) y Niimero de Capas Configuraciones que
multiplican la complejidad y la capacidad del modelo. Ntimero de capas: (num__encoder__layers,
num__decoder__layers))

4.6.4. Formula Detallada para una Capa

Cada capa contiene proyecciones para consultas, claves y valores, ademas de una capa
lineal para proyecciones finales en la atencion y dos capas lineales para la red feed-forward.
Sumando estos componentes se obtiene:

Parametros por

Capa =5 x (input__dim?*) + 2 x (input_dim x dim__feed__forward) (4.21)

4.6.5. Totalizacion de Parametros en el Modelo

Sumando los parametros de todas las capas del codificador y decodificador, se calcula el
total como:

Total _Parmetros = (Params x num__encoderlayers) + (Params x num__decoderlayers)

(4.22)

Este enfoque proporciona una estimacion completa y precisa de los parametros involu-

crados en una arquitectura Transformer, esencial para la evaluacion de su complejidad y
requisitos computacionales en investigaciones académicas y aplicaciones practicas.
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4.6.6. Parametros de las Capas del Transformer

4.6.6.1. Parametros de la Multi-Head Attention

La atencion multi-cabeza es responsable de un conjunto significativo de parametros, dado
que involucra multiples proyecciones lineales para las consultas, las claves, y los valores,
ademas de una proyeccion para combinar las salidas de las cabezas de atencion:

mput__dim

Parametros por atencion = 3x (inputdz’m X ) xnum__heads+input__dimxinput__dim

num__heads

=4 x input_dim?
4.6.6.2. Parametros de la Red Feed-Forward (FFN)

Cada red feed-forward dentro de las capas del codificador y del decodificador contiene dos
transformaciones lineales principales:

Pardmetros por FFN = (input__dim x dim__feedf orward)+(dim__feedforward x input__dim)
= 2 X input__dim X dim__feedforward

4.6.6.3. Parametros Totales por Capa

La suma de los parametros de la atencién multi-cabeza y la red feed-forward da los para-
metros totales por capa:

Parametros por capa = Parametros de Multi-Head Attention 4+ Parametros de FFN
=4 x input_dim?* + 2 X input_dim x dim__feedforward

4.6.6.4. Parametros Totales de Todas las Capas

Finalmente, sumando los parametros de todas las capas del codificador y del decodificador,
obtenemos el total de pardametros en la arquitectura del Transformer:

Total Encoder y Decoder = (Paramsxnum__encoder__layers)+(Paramsxnum__decoder_layers)

= 2 X (Pardmetros por capa x num__encoder_layers)

Aqui se multiplica por 2 porque se asume que el nimero de capas en el codificador y el
decodificador es el mismo, y se desea sumar el total de ambos.

Estas ecuaciones describen de manera completa y formal el calculo de los pardmetros en
una arquitectura Transformer basada en las configuraciones de capas, dimensiones y arqui-
tectura especificas.

La cantidad todal de pardametros para la configuracién entrenada es de: 1831680.

90



Capitulo 5

Resultados del entrenamiento de los
modelos

En este capitulo se analizan y comparan los resultados obtenidos con cada arquitectura
propuesta. El impacto que podrian tener como modelo general a nivel geografico y un anélisis
comparativo con métricas conocidas y de performance, tanto en el entrenamiento como en
operacion predictiva.

5.1. Entrenamiento de modelo por estacién: CNN/MLP

La duracion aproximada para entrenar un modelo para una estacién con solamente el
dataset de la misma es de 15 minutos. La evaluacion para el total de las estaciones por cada
modelo toma cerca de una hora. Por lo que este andlisis completo requiere cerca de cinco dias
para unas 72 estaciones, que es la cantidad disponible para este estudio.

El entrenamiento evalua la métrica DTW y va ajustando los parametros, en la figura 5.1
se observa que la prediccién mantiene la amplitud ajustada por la sefial target pero la forma
de onda se parece mas al input original.

I“ \ ;"‘ 1" A y f'\. /T i }_r'\.‘
Ao i

Figura 5.1: Predicciéon muestra UTAR

Para una muestra, en el conjunto de validacién, se tiene lo siguiente:

El valor de DTW=0.0080 es reducido, lo que se puede interpretar como un buen acerca-
miento a la predicciéon pedida, ademas se calcula el error cuadratico medio=4.4713e-05, que
permite deducir que la regresion es suficientemente correcta.
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Para evaluar el efecto del modelo entrenado sobre una estacién respecto el resto de la red,
se toma el conjunto de evaluacion del dataset y se recuperan las métricas MSE y DTW para
calcular el promedio por cada estacion. Esto dard un indice que que tan bueno es el modelo
prediciendo otros conjuntos distintos al de entrenamiento.

Ahora bien, es interesante observar como se comporta el modelo entrenado para la estacion
MCLA comparado con el resto de las estaciones, si observamos el grafico de barras de la figura
5.2 se podra observar que mantiene una estabilidad en valores MSE y DTW aceptables.
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Figura 5.2: Efecto del modelo con la distancia segtin log(MSE) y log(DTW)

Pero también hay un conjunto de estaciones que exceden valores aceptables para estas
métricas, se pueden visualizar en el grafico de log-barra de la figura 5.3. Esto se puede
interpretar directamente como un error que permite descartar el tramo de datos en particular.

W mse mean e

m B dw mean e
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1
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Figura 5.3: Estaciones no asociables al modelo debido a que exceden el error
en la prediccién

y-axis in logarithmic scale

y-axis in logarithmic scale
=
=

Esto lleva a hacer un andlisis mas detallado de este conjuntos de estaciones y tratar de
encontrar que podria estar sucediendo. Ubicando cada estacion sobre el mapa, comparando el
valor MSE/DTW se podra ver en la figura 5.4 que la prediccion realizada por el modelo si es
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generalizable en la extension territorial, pero hay casos especiales del conjunto de estaciones
que estan ubicadas en diferentes puntos a los que no responde de manera adecuada.

También se puede notar que hay una relacién directa entre las métricas DTW y MSE.
Sabiendo que el modelo se entrena con DTW y los ajustes de parametros se realizan en base
a este optimizador, MSE le hace seguimiento para tener una interpretacién comparable on
otros modelos que si usan MSE.

Otra manera de observar el efecto de cada modelo respecto a la prediccion que realiza
sobre el resto de las estaciones, sera posible observar a simple visa aquellas estaciones en las
que se presenta algun problema, en la figura 5.5

Aquellas estaciones que generan una predicciéon con un error grande tienen una tendencia al
rojo, y en este caso el comportamiento desde las diferentes perspectivas (estaciones) presenta
el mismo comportamiento. Incluso para aquellos modelos entrenados en las mismas estaciones
(TRPD, CRAP y ELOA en la figura). Para generar una mejor diferenciacién se aplica log al
valor del error.

Corresponde preguntarse con esto, ;qué tendran de especial estas estaciones? ;Qué ha
sucedido que el modelo no logra hacer una predicciéon adecuada?

Si se realiza una revision de la secuencia serie-tiempo original, por ejemplo para las estacio-
nes ELOA y TRPD, es visible que presentan un comportamiento diferenciado con respecto
al general de las estaciones, y parece ser que se ha configurado de manera incorrecta esa
estacion en particular o bien han habido errores en la red, figura 5.6.

Este resultado concreto nos muestra la robustes del modelo como concepto general, ya que
presenta un comportamiento correcto frente a casos en que las estaciones se presentan activas
y con senal. En caso de fallas, errores de configuracién y desconexiones se puede observar que
es seguro que generara un error alto, lo que puede gatillar alguna alerta que permita poner
atencion a estas fallas.

Dada la magnitud del dataset y la extension geografica del campo estudiado, se hace nece-
sario también evaluar el efecto de los hiperparametros de entrenamiento. Entre los principales
se encuentran el factor A\, 4 momentum para regular el sobreajuste local, y la cantidad de
épocas

En los experimentos realizados se observa que un A demasiado pequetio <= .001 tiene una
tendencia a reducir la amplitud de la onda. Asi como un factor momentum g debe ser > 1 para
aportar a regular la estabilizacion en minimos locales, 1o que no es deseable. El entrenamiento
sobre mas de una época tiene tendencia a generar un sobreajuste en el modelo, produciendo
insensibilidad frente a patrones deseados. Con el ajuste de hiperparametros (.001,2.3,1) se
hicieron pruebas satisfactorias para entrenar subconjuntos del grupo total de estaciones, lo
que parece ser una recomendacién aceptable (notebook:evaluate models.ipynb).
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Figura 5.4: Geolocalizacion de cada estacién, a la izquierda marcadores acep-
tables para el modelo, a la derecha estaciones descartadas
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Figura 5.6: Serie-Tiempo para ELOA y TRPD dltimo dia de la seleccién

5.2. Entrenamiento de modelo general: CNN/MLP

Una vez determinadas las diferencias que se pueden observar en cada modelo asociado a
cada estacion respecto al resto de las estaciones, se abre la posibilidad de buscar un ajuste
de modelo que permita realizar predicciones a nivel transversal a todo el territorio.

Dada la robustez del modelo sera posible la inclusiéon de nuevas estaciones en la red sin
perturbar o modificar de manera significativa los resultados de lo ya existente. Bastara hacer
los calculos de distancia y modificar el modelo de grafos para incluir los nuevos elementos.
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Figura 5.7: Modelo Baseline CNN/MLP|Entrada vecinos a PTAR y predic-
cién

Para un mayor entendimiento de cémo opera el modelo se puede tomar una muestra y
analizar comparativamente la entrada y la prediccién. Si consideramos la senal filtrada por
fast fourier como y¢4 vy la comprendemos como una guia mas que como el valor exacto al que
debe llegar la prediccion. Es posible observar que el modelo ajusta la prediccion ayudandose
de entrada grupal y de la guia. Permitiendo asi ajustar tanto la escala de la estacién central
(en este caso PTAR) como una prediccién a futuro cercano. En la estacion central, para este
caso especifico, se observa que los rangos de la sefial cruda presenta algunos peaks de hasta
un valor .5 m, lo que que no tiene sentido sismologico, el modelo ajusta de manera grupal
este comportamiento y reduce la escala a rangos de 0.05.

Para evaluar el impacto de este modelo general, dado que en particular se ha tenido muy
buen resultado para cada modelo respecto al resto de las estaciones, se calculan las métricas
AICc y BIC para poder comparar con otras arquitecturas, como la RNN/LSTM que es lo
que se realiza a continuacion.

La tabla de las métricas usando DTW (tabla 5.1):

Tabla 5.1: Valores de AIC, AICc y BIC para modelo CNN/MLP (N,E,U),

usando DTW
Modelo AIC AICC BIC
U 173385063.91583547 1447.9155060350895 415037428.3836729
E 173385498.9966554 1882.996325969696 415037863.4644928
N 173384522.56321213 906.5628826916218 415036887.03104955
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La tabla de las métricas usando MSE (tabla 5.2):

Tabla 5.2: Valores de AIC, AICc y BIC para modelo CNN/MLP (N,E,U),

usando MSE
Modelo AIC AICC BIC
U 173384440.7610158 824.7606863677502 415036805.22885317
E 173384875.84183967 1259.8415102362633 415037240.30967706

N 173383899.4083927  283.40806326270103  415036263.87623006
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5.3. Entrenamiento de modelo: RNN/LSTM

Dado que el modelo RNN/LSTM pertenece a la familia de las redes neuronales podemos
dar por sentado que el estudio de cobertura realizado con la red baseline CNN/MLP permite
inducir que también se puede aplicar de manera general a todo el territorio.

Efectivamente, se puede observar en la figura 5.8 que al aplicar el modelo a toda la red
y luego estudiar la cobertura frente a cada estacion se tiene un valor similar del error entre
todas las estaciones excepto aquellas que ya se saben hay que considerar que presentan algtin
problema en su senal.
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Figura 5.8: Comparativa del similitud DTW y MSE para una red LSTM
aplicada a toda la red

De manera andloga al modelo general linea base (baseline), para este modelo general
LSTM se realizo un experimento para un dia completo en que se obtuvieron muestras de la
prediccién. En la figura 5.9 se puede observar que presenta un ajuste deseado y se adapta
mejor a la suavidad de la onda yy ft. En este sentido se puede decir que la red LST M presenta
mejoras. Sin embargo, para el uso que se le podria dar a esta herramienta habria que hacer
mas experimentos que afinen la comparacién. Al igual que con modelo baseline, el uso de la
guia yy ft permite controlar sefiales crudas que entregan valores sin sentido sismolégico.
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Figura 5.9: Modelo RNN/LSTM|Entrada vecinos a PTAR y prediccién

En cuanto al célculo de las métricas de informacién (AIC,AICc,BIC) se aplican para MSE
y DTW ya que son equivalentes. Aplicando el modelo general sobre cada estacién y filtrando
aquellas que estén por fuera de la normal (outliers).

La tabla de las métricas usando DTW, tabla 5.3:

Tabla 5.3: Valores de AIC, AICc y BIC para modelo LSTM (N,E,U), usando

DTW
Modelo AIC AICc BIC
U 2773327.92  1447.90  6636289.72
E 2773763.00 1882.98  6636724.80
N 2772784.50 904.47 6635746.30

La tabla de las métricas usando MSE, tabla 5.4:

Tabla 5.4: Valores de AIC, AICc y BIC para modelo LSTM (N,E,U), usando

MSE
Modelo AIC AICc BIC
U 2772704.76 824.74 6635666.57
E 2773139.84 1259.82  6636101.65
N 2772161.34 281.32 6635123.15
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Es interesante observar que entre ambas tablas se conserva la escala entre los cruces de
ejes y métrica. Dado que estas métricas consisten en indices de informacion, indicando la
complejidad del modelo, para AIC y BIC el modelo presenta equivalencias a través de los
ejes. Sin embargo para AlCc, el caso de estudio indica que acorde ya que el nimero de
muestras es bastante mejor a la cantidad total de parametros, es més claro ver que sobre
el eje N el modelo tiene un mejor balance entre la complejidad y la cantidad de muestras.
Siendo el eje de mayor interés E, ya que es por déonde genera mayor tendencia. Para esto sera
necesario comparar con CNN/MLP.
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5.4. Entrenamiento de modelo: Terraform

Esta arquitectura de redes profunda presenta fuertes componentes que permiten relacionar
los contextos dentro de la secuencia serie-tiempo y se adapta de manera adecuada al fenémeno
que se estudia. De la misma manera que con LSTM y Baseline CNN/MLP, permite aplicar
el modelo en la extension de todo el territorio.
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Figura 5.10: Estudio de cobertura general para Transformer

En la figura 5.10 se puede observar que se confirma la hipdtesis relativa a que la familia de
arquitecturas de aprendizaje profundo (deep-learning) presentan comportamientos generales
similares. El modelo tranformer si puede aplicarse a todo el territorio y detecta anomalias
o ausencias de datos.

Ahora bien, realizando el ejercicio de generar predicciones para un tramo de tiempo en
todo el conjunto de estaciones esta arquitectura presenta una peor performance que LSTM
ya que no ajusta la prediccion a la onda guia, como se observa en la fig. ?7. Esto puede deber
a un sobreajuste o bien a que podria ser necesario el uso de una arquitectura mas compleja
de transformers que aprenda mejor el fenémeno.
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Figura 5.11: Muestra serie-tiempo prediccién Transformer para NAVI

En vista y considerando que este modelo no entrega lo que se necesita no se realiza un
andlisis BIC/AIC para estimar la performance del modelo.
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5.5. Diseno de propuesta para tiempo real

Considerando P;; la predicciéon realizada para el tiempo 4, teniendo dos componentes:

Pti = Ptal(1208) + Ptfl(608) (51)

La composicion entre la prediccion del residuo de la senial ahora y la futura.
El sistema para tiempo real debe considerar los siguientes pasos.

1. Convertir datos crudos en diferencias NEU

2. Extraer el residuo de la senal (sin tendencia ni periodicidad)
3. Crear la matriz de vecindad serie-tiempo por cada estacién
4. Cada T periodos generar la prediccion

5. Evaluar DTW entre la prediccion futura en P,y con prediccion en Py

Definiendo un valor 6 = 5s para la actualizacion de la prediccion. Se tendran para cada
prediccion actual 20 predicciones pasadas con las que hacer una evaluacion DTW, si este
factor cambia drasticamente o crece el sistema se puede elaborar una hipétess inicial de que
estd observando un sismo.

Considerando ademés que debe establecerse un proceso que mantenga cada grupo de
vecindades activo, en casos de agregar nuevas estaciones o alguna se desconecte.

Técnicamente se debe desplegar un sistema que tenga la facultad de leer a la base de datos
por cada estacién o acceder a una cola, mantener una matriz de valores de serie-tiempo que
se le vaya extrayendo los ultimos d valores, que son los valores mas antiguos, y reemplazarlos
por los nuevos ¢ valores de los ultimos segundos.

Las capacidades técnicas del framework torch permiten hacer paquetes en batches de todo
el conjunto de matrices y operarlas simultaneamente. El tiempo de respuesta de la prediccion
es menor a 1s.

Con este flujo general de los datos se puede determinar un sistema con las siguientes
caracteristicas.

1. Mantener N conexiones para rescatar M estaciones por conexion.

2. Enviar los nuevos datos por cola a cada sensor-foco, es decir datos de la estacion central
y Sus vecinos.

3. Activar el desplazamiento de los datos haciendo recortes en cada matriz de manera
simultanea.

4. Acumular las matrices en batches.

5. Evaluar la prediccién con el modelo.

En esto la herramienta clave para el monitoreo de movimiento sismico consiste en un trigger
que debe ser definido bajo un criterio y una interfaz de visualizacién del desplazamiento
DTW sobre la ventada de tiempo de prediccion.
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Capitulo 6

Conclusiones

El presente trabajo se propuso investigar la posibilidad de disenar un filtro predictivo
de ruido y modelos de prediccion basados en senales de posicionamiento geodésico (GNSS).
A través del desarrollo y evaluaciéon de diversas arquitecturas de aprendizaje profundo, se
validaron aspectos clave de la hipotesis planteada y se lograron avances significativos en los
objetivos establecidos.

6.1. Respuesta a la hipé6tesis y objetivos

6.1.1. Filtro predictivo de ruido

Se logré implementar modelos capaces de reducir significativamente el ruido en las se-
nales GNSS. Esto se alcanzé mediante una estrategia basada en la descomposicion de las
senales, que permitio focalizar los esfuerzos en componentes menos dependientes del pasado,
facilitando la identificacion de fenémenos aleatorios y sensibles, como movimientos sismicos.

6.1.2. Prediccion en tiempo real

Los modelos RNN/LSTM demostraron ser efectivos para generar predicciones basadas en
datos historicos, mostrando una superioridad en métricas como el AICc en comparaciéon con
modelos como CNN/MLP. Aunque el modelo Transformer no obtuvo los resultados esperados,
su desempeno sugiere la necesidad de ajustar su arquitectura para capturar patrones mas
complejos.

6.1.3. Generalizacion y sensibilidad del sistema

Ambos modelos principales (RNN/LSTM y CNN/MLP) lograron adaptarse a la geografia
estudiada, considerando las estaciones como centros locales, lo que los hace potencialmente
utiles para aplicaciones practicas como deteccién temprana de sismos o evaluacién de sis-
micidad de baja magnitud. Sin embargo, los resultados también resaltan la importancia de
desarrollar estrategias para descartar o ajustar estaciones con menor compatibilidad con el
resto del sistema.
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6.2. Principales hallazgos y aportes

* Mejor modelo: El modelo RNN/LSTM sobresale por su capacidad para gestionar
secuencias temporales, proporcionando un mejor ajuste a las guias de onda y conteniendo
de manera mas eficiente el ruido de las senales.

* Limitaciones: Se identificaron desafios asociados con la sincronizacion de datos, el
manejo de estaciones que dejan de emitir, y restricciones de hardware, como la falta de
memoria GPU suficiente para arquitecturas més complejas.

* Potencial de expansiéon: Los métodos de ordenamiento y acceso desarrollados permi-
ten la incorporacion futura de vectores adicionales, como velocidad o aceleracion, que
podrian mejorar la sensibilidad a sismos de baja intensidad.

6.3. Impacto y aplicaciones futuras

El sistema desarrollado puede servir como base para la implementacién de mejoras en
sistemas de monitoreo sismico en tiempo real y como herramienta de investigacion para
otros sistemas que involucran la medicién de ondas mediante sensores. Ejemplos claros de su
aplicacién incluyen la monitorizaciéon de ondas en cuerpos humanos mediante electrodos o en
sistemas industriales como sensores en minas.

Finalmente, este trabajo no solo contribuye al campo de la geodesia y la sismologia, sino
que también abre la puerta a nuevas ideas en el analisis de sefiales multivariadas y sistemas
distribuidos en el espacio y el tiempo.
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Anexos

Anexo A: Diseno de Software

Este anexo consta de las diferentes implementaciones de software realizadas para entrenar
los diferentes modelos.

A.1. Definiciéon Base

Dado que el sistema GNSS consta de tres componentes axiales, se debe considerar en el
software implementado una forma inteligente de procesar cada uno de estos. Se define un
objeto abstracto GNSSObject que puede ser cualquier estrucutura de informacién asociada
a cada eje.

Para eso se propone una clase padre Switcher fig. A.1 que permita intercambiar rapida-
mente el eje y, en consecuencia, todos los componentes ligados.

@ Switcher

GNSSObject N
GNSSObject E
GNSSObject U
Axis status

void set_status(axis)
GNSSObject get()

Figura A.1: Clase Switcher para intercambiar ejes

Se define una enumeracion Axis fig. que permitira establecer el estatus de que eje se estd
operando en el momento.
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@Axis
N

E
u

Figura A.2: Definicién de enum Axis

A.2. Preprocesamiento

Estas clases permiten procesar cada dato del dataset de manera adecuada y estandar,
ademdas de proveer algunas funcionalidades para calcular las pendientes en un tramo.

A.3. TIteradores

Teniendo en cuenta que el dataset completo esta disponible en archivos data para cada
estacion. Por razones de tamano no es posible mantener todo el dataset cargado en memoria,
por lo que se aplica una técnica que permita acceder con discrecién sectores de datos asociados
segtn el modelo de grafos por vecindad.

Se tiene Dataset fig. A.3 que consta de un registro de rutas y de grupos por vecindad,
con los que se lee el conjunto de archivos y luego se itera por ventanas sobre la serie-tiempo
completa.
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@ Dataset

@ GNSSDataset

Path dataset

Path dataset_fft

Dict[str, List[int]] dataset_selection
str stage

int window

int step

List[str] selection

bool test

set_stage(name)

Dataset read_input(code)

Dataset read_output(code)

indexes_sets()

Dict[str, Path] paths()

Dict[str,List[str]] rearrange()

Dict[str,numpy.Array] build_data_matrix(maincode,dataset,fft)
matrix_to_torch(matrix, field)

DataSlice __iter_ ()

Figura A.3: Definicién de clase Dataset con algoritmo de lectura eficiente

Luego, la clase DataSlice fig. A.4 esta enfocada en gestionar las matrices asociadas al
tramo de tiempo correspondiente de todo el grupo de vecindad, usando torch ya que permite
cargarlas a la GPU.

torch.Tensor E_fft
torch.Tensor N_fft
torch.Tensor U_fft

torch.Tensor x()
torch.Tensor y()
to(device)

Figura A.4: Definicién de clase DataSlice para contener los datos de un
tramo especifico
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Por 1ltimo, la clase DataLoader fig. A.5 permite asociar ventanas de Dataset en lotes
para entregarlos al algoritmo de entrenamiento.

@ Switcher @ Iterator

@GNSSDataloader

GNSSDataset dataset
@ Selector int batch_size

bool run

str device
values()

DataSlice __iter_ ()
set_status(axis)
stop()

Figura A.5: Definicién de clase Datal.oader para entregar la data en lotes

A.4. Modelos

Los modelos de maquinas de aprendizaje definidos por clase.

A.5. Entrenamiento

Primero, se necesita una clase que permita cambiar de eje para la ejecucion del entrena-
miento del modelo, esta clase se hereda en el conjunto de clases que se usan en la creacion
del modelo y el entrenamiento.

Se define una interface genérica fig. A.6 que se relaciona con cada objeto que se instancia
por cada uno de los ejes, dependiendo de la clase particular que lo usa.

@ GNSSObject

Figura A.6: Todo objeto que va en un Switcher N E,U se considera GNS-
SObject

Las clases que heredan de Switcher fig. A.7 tendran un comportamiento similar, al cambiar
de eje cambiaran de modelo, criterio y funcién de pérdida.

113



(©) tossandmetrics

int epoch
float loss
float acc
float dtw

LossAndMetrics create(cls, epoch)
dictlstr,any] dict()

© LossAndMetricsManager

© ModelManager

L Manager create(cls)
new_metri h
© OptimizerManager © CriterionManager. asd_los;vcasliepuc )
add acc(val)
eval() OptimizerManager create(cls, model_manager, learning_rate, *args, **kwargs) add_dtw(val)
to(device) optimizer get_opt(axis) float loss()
save(axis, optimizer, epoch, loss) float acc()
float dtw()
tuple(float) elems()
string(json) dict_metrics

Path path

create(ModelManager, class_object, path, *args, **kwargs)
train()

CriterionManager create(cls)

load(axis, optimizer, epoch)
main_parameters|

Figura A.7: Definicién de clases que heredan de Switcher

Se define una clase UniversalManager fig. A.8 que contiene los elementos principales del
entrenamiento, con el fin de que cada accién de cambio del switcher se gestione de manera
global.

@ UniversalManager

ModelManager model
OptimizerManager optimizer
CriterionManager criterion

set_status(x)
tuple(ModelManager,OptimizerManager,CriterionManager) objects()
save(epoch, loss)

eval()

train()

Figura A.8: Definicién de UniversalManager para la gestion general del en-
trenamiento

También, se define la etapa del entrenamiento que se estd ejecutando, controlando esto
con las clases Stage fig. A.9 y Univerallterator que gestiona los iteradores sobre el dataloader.

@Universallterator

@ Stage Iterator train
Iterator validation

TRAIN

Iterator test
VALIDATION
TEST Stage stage

set_stage(name)
Iterator get()

Figura A.9: Definicién de clase Stage

A.6. Administracion de los modelos: API Rest

Para registrar cada entrenamiento de modelo, sus parametros y las rutas en que se man-
tendran almacenados los archivos de los modelos se crean los siguientes modelos que repre-
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sentaran cada uno una tabla en una base de datos postgres.

1. Machine

2. EpochRegister

También se define una clase Manager que contiene un cliente conectado a la base de datos
y los métodos que permiten interactuar con Machine y EpochRegister.

Con esto, la interfaz que atiende la Rest Api contendra las siguientes funciones y rutas.

En las solicitudes GET se tiene:

1. get_ machine
2. get_ register
3. get_machines
4. last_ register
0. get_ params

6. get_acc_loss
En las solicitudes POST se tiene:

1. new machine

2. new_ register

Este servicio se mantiene activo en un servidor alojado en DigitalOcean, de manera que ca-
da vez que se realiza un experimento se registren sus parametros, teniendo asi una estimacion
del monto de experimento y registro de sus productos principales.
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